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FORORD

Maskinlaging er en relativt ung vitenskap som de siste 15 &rene har begynt a blomstre.
Denne diplomoppgaven omhandler klassifisering som er et viktig omrade innenfor
maskinlaging. Klassifisering i maskinlaging henspeiler pa algoritmer som kan lagre og
som kan generalisere.

Jeg vil sende en takk min veileder Ole Martin Halck og faglaaer Oddvar Hallingstad for
hjelp og stette underveis i denne diplomoppgaven og til FFI for at jeg fikk lov til & skrive
denne oppgaven og for alle fasiliteter.






SAMMENDRAG

Denne diplomoppgaven er gitt av Forsvarets Forskningsinstitutt. Oppgaven omhandler
klassifisering i maskinlaging.

Klassifisering i maskinlaging benyttesi f.eks manstergjenkjenning og beslutningsstette.
Klassifiseringsal goritmene ma kunne laare og de ma kunne generalisere. Lagingen kan
forega ved at klassifiseringsalgoritmene grupperer objekter som ligner pa hverandre i
klasser eller at de blir gitt eksempler pa objekter som tilharer forskjellige klasser.
Generaliseringen bestar i at klassifiseringsalgoritmene kan klassifisere objekter som de
ikke har sett far.

Denne diplomoppgaven omhandler tre typer klassifiseringsalgoritmer:
Stettevektormaskiner, nevrale nettverk og beslutningstraa.

Stettevektormaskiner er basert pa a representere kunnskap som punkter i et
egenskapsrom og separere forskjellige klasser ved hjelp av et optimalt plan som kalles
hyperplan nér det er mer enn tre egenskaper/dimensjoner.

Nevrale nettverk er bygd opp av kunstige nevroner som etterlikner noe av
funksjonaliteten til biologiske nevroner. Signalene som overfares mellom nevronene blir
vektet. Nar nettverket lagrer, justeres denne vektingen. Dette kan sammenliknes med
justeringen av koblingen mellom biologiske nevroner. Oppgaven omhandler nettverk
uten interne tilbakekoblinger (* Feed Forward” -nettverk) som laares opp ved hjelp av
tilbakepropagering (“Backpropagation” -algoritmen).

Det fins flere typer beslutningstrag. | denne oppgaven fokuseres det pa en algoritme som
heter C4.5. Denne algoritmen benytter informasjonsteori for & konstruere
beslutningstreet. Treet dannes ved & sammenligne nytten med hensyn til
informasjonsverdi ved & splitte opp treningseksemplene pa de mulige verdienetil en
egenskap. Den egenskapen som gir best resultat velges som forgreningspunkt i treet og
prosessen fortsetter rekursivt for de oppsplittede treningseksemplene.

Som en del av oppgaven ble det skrevet en klassifiseringsmodul i Smalltalk/
VisuaWorks3.0. Modulen bestar av tre moduler som implementerer hver av de omtalte
klassifiseringsalgoritmene. Modulen som implementerer nevrale nettverk var skrevet fra
for av ansatte ved FFI, sai forbindelse med den ble det bare skrevet kode som knytter
den til resten av modulen.

De tre modulene ble testet paikke-trivielle eksempler. Resultatene viste at
klassifiseringsmodul ene hadde bra egenskaper med hensyn til &laae og til & klassifisere.
Siden treningssettene var konsistente og uten stey, var det mulig & se om
klassifiseringsalgoritmene var gode til & laare ved & laare dem opp og teste dem pa samme



datasett. Dette gaingen feil. Generaliseringsevnen viste seg a vaae bra. Algoritmene
feilklassifiserte mellom 3% og 11% av testdatasettet. Det nevrale nettverket viste best
resultater.
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MASKINLARINGSTEKNIKKER FOR KLASSIFISERING

1 INNLEDNING

Denne diplomoppgaven omhandler klassifiseringsalgoritmer. Det fokuseres pa kunstige nevrale
nettverk, stettevektormaskiner (SVM) og beslutningstraar. Kun én algoritme for beslutningstraar
vil bli omtalt: Denne algoritmen kalles C4.5 og er forfattet av J. Ross Quinlan.

En klassifiseringsalgoritme mottar et sett med treningsdata og genererer en klassifikator som er
istand til & separere dette settet i klasser. Laaes klassifikatoren opp til & separere treningsdata pa
angitte klasser, kalles dette overvaket laging. Dette skiller seg fraikke-overvaket laging der
klassifiseringsalgoritmen selv finner ut hvordan treningsdatasettet skal separeres. Nevrale
nettverk kan laares opp pa begge méter, mens SVM og beslutningstraa kun kan laares opp ved
overvaket laaing. Hensikten med opplagingen er & gjere klassifikatoren i stand til & klassifisere
objekter med ukjent klasse. Daer det ngdvendig at klassifikatoren har evnen til & generalisere pa
grunnlag av informasjonen i treningsdatasettet.

De tre klassifikatorene som presenteres er prinsipielt forskjellige. Kunstige nevrale nettverk er
bygd opp av elementer som etterlikner noe av funkgjonaliteten til biologiske nevroner. Det
kunstige nevrale nettverket prever afange opp noe av den menneskelige hjerne sin evnetil &
tenke. Det fins forskjellige typer nettverk og forskjellige algoritmer for opptrening. En kjent
algoritme for opptrening av nettverk uten interne tilbakekoblinger (“Feed forward”-nettverk) er
den generaliserte delta-regelen for trening ved tilbakepropagering. Fer denne algoritmen ble
oppdaget, fantes det ingen systematisk méte & trene opp kunstige nevrale nettverk med
ubegrenset laaeevne. Da denne algoritmen ble kjent pA midten av 1980-tallet ga den
maskinlaging som fagfelt en ny giv.

C4.5 er en etterkommer av algoritmen 1D3. J. Ross Quinlan er ogsa opphavsmannen til ID3. 1D3
stammer fra 1960-tallet mens C4.5 stammer fra slutten av 1980-tallet. Siden den tid har C4.5
blitt modifisert og nye utgaver har sett dagens lys. Algoritmen C4.5 tar utgangspunkt i enkel
informasjonsteori. Algoritmen konstruerer et beslutningstre der egenskapene til objektene
danner forgreningspunkter og settet av mulige verdier til hver egenskap danner grenene ut fra
tilhgrende forgreningspunkt. Hver egenskap utnyttes kun én gang i hver gren.Ved konstrukson
av treet benyttes et gradighetsprinsipp ved valg av egenskap som skal danne forgreningspunkt.
Kriteriet for valg av egenskap er forskjellen i informasonsinnholdet i den delen av
treningsdatasettet som finner veien til det aktuelle forgreningspunktet far og etter at dette
datasettet splittes pa denne egenskapens mulige verdier/forgreninger. Egenskapen som gir starst
forskjell i informagjonsinnhold velges. Det finsingen garanti for at dette gir den globale
optimale klassifikatoren, men denne gradighetsalgoritmen har vist seg & fungere braii praksis.

Opphavsmannen til stattevektormaskiner er Vladimir Vapnik. Det teoretiske grunnlaget for kon-
septet ble lagt pa midten av 1960-tallet. Stettevektormaskiner tar utgangspunkt i at egenskapene
til et objekt representerer et punkt i rommet som utspennes av egenskapvektorene.
Stettevektormaskinen laares opp ved & finne det hyperplanet som separerer punktmengdene i
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treningsdatabasen slik at klassifikatoren klassifiserer ukjente objekter sa korrekt som mulig. Pa
begynnelsen av 1990-tallet fikk konseptet ny giv da en metode ble oppdaget for & foreta lineaae
separasoner i rom med mye hgyere dimensgon enn rommet som egenskapsvektorene spenner ut,
noe som gjorde det mulig a separere punktmengder av forskjellig klasse som ikke lot seg
separere ved hjelp av hyperplan i egenskapsrommet. | motsetning til kunstige nevrale nettverk
og beslutningstraa er ikke stettevektormaskin-algoritmen en gradighetsalgoritme. Men heller
ikke denne algoritmen garanterer at den resulterende klassifikatoren blir optimal.

| de tre kapitlene som falger vil det bli gitt en naamere beskrivelse av de tre klassifikatorene.
Kapittel 5 gir en beskrivelse og resultater av en rekke forsgk som er blitt utfert med de tre
klassifikatorene med tildels egenproduserte implementasjoner. Kapittel 6 inneholder en
diskugion av resultatene og forskjellige aspekter ved de tre klassifikatorene. Kapittel 7
inneholder en kort oppsummering/konklusjon.

2 NEVRALE NETTVERK

21 Introdukson

Kunstige nevrale nettverk er bygd opp av elementer som modellerer noe av funksgjonaliteten til
biologiske nevroner. Disse elementene er organisert pa en mate som kan vage relatert til
anatomien i hjernen. Nevrale nettverk kan laae ved A modifisere sin oppfarsel som respons pa
endringer i det omkringliggende miljget. Nar nevrale nettverk er trent, har de evnen til
generaliserei den forstand at de til en viss grad ikke er sensitive for mindre variasoner i
inngangsdata. Nevrale nettverk vil derfor kunne klassifisere inngangsdata overlagret stay.

Ved atrene nevrale nettverk til & kjenneigjen et objekt ved a vise nettverket varianter av
objektet eller objektet overlagret stay, vil nevrale nettverk vaae i stand til a abstrahere, dlik at
det vil kunne vagrei stand til atrekke ut de karakteristiske trekk ved elementene i
treningsdatabasen, og reprodusere deres karakteristika. F.eks. ved atrene nevrale nettverk pa a
kjenne igjen bokstaven “A”, ved & benytte inngangsdata overlagret stay, kan nettverket
reprodusere en idealisert “A” som det ikke har sett far.

Siden nevrale nettverk er et forsgk pa afange inn noe av den menneskelige intelligensen, er det
egnet til oppgaver der nettverket ma lagre, generalisere og abstrahere. Dette er egenskaper som
er viktige innen f.eks. manstergjenkjenning.

Et nevralt nettverk vil alltid kunne klassifisere et objekt. Det finsimidlertid ingen garanti for at
klassifiseringen er riktig. Dette er analogt for mennesker: En person kan ligne sa mye pa noen
man kjenner, at man feilaktig antar at det er den aktuelle personen. Man vil egentlig bare kunne
si at man kjenner personen med en viss sannsynlighet. Et nevralt nettverk vil ogsa kunne vite
noe om sannsynligheten for at klassifiseringen er korrekt. Noe av svakheten med et nevralt
nettverk er at det i liten grad vil kunne forklare pa en forstaelig méte hvilke kriterier som ligger
til grunn for en gitt klassifisering.Nevrale nettverk vil f.eks. ikke kunne generere enkle “if then
else” setninger som vil kunne tolkes av et menneske. Analogt vil man kunne si at et menneske
har noe av det samme problemet hvis klassifiseringsoppgaven blir kompleks nok. F.eks. vil det
vage vanskelig alage et sett av “if then else” setninger som separerer en gjennomsnittlig person
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fraalle andre basert pa ansiktets utseende. Stoffet som danner grunnlaget for teksten som falger
fram til kapittel 2.3 er for det meste funnet i (6).

2.2 Fundamentale aspekter ved kunstige nevrale nettverk

2.2.1 Det biologiske nevron

Menneskets ufattelig kompliserte hjerne er et felt man bare har begrenset kunnskap om.
Kunstige nevrale nettverk er et produkt av noe av den kunnskapen man har klart atilegne seg
innen dette feltet. For &fa en forstaelse av tankegangen bak kunstige nevrale nettverk er det
derfor en fordel & hainnsikt i elementaare aspekter innen biologiske nevrale nettverk.

Et biologisk nevralt nettverk er bygd opp av nevroner. Det er estimert at mennesket har et antall
parundt 10 nevroner. Videre, at disseinngdr i rundt 10™ forbindelser som kan vaare opptil
rundt én meter lange. Hvert nevron har noen av de samme egenskapene som andre celler, men
de har unike egenskaper for @ motta, prosessere og sende el ektrokjemiske signaler over nevrale
kommunikasgjonskanaler. Figur 2.1 (hentet fra (6) ) viser to biologiske nevroner. Dendritter
forgrener seg fra cellekroppen til andre nevroner, hvor de mottar signaler i et knutepunkt som
kalles synapse. Signalene kombineresi cellekroppen, og dersom det resulterende signal et
overstiger en grense, responderer nevronet ved & avfyre elektriske impulser gjennom
avfyringskanalen som kalles axon. | enden er axonkanalen forgrenet og danner

forbindel seskanaler med et hundre- eller tusentalls dendritter. Noen signaler medvirker til
avfyringen av impulser og noen motvirker. Det er ofte kun denne svaat forenklede beskrivelsen
av funksonaliteten som modelleresi kunstige nevrale nettverk.

CELL BODY

DENDRITES

Figur 2.1 Nevral cellestruktur

Virkeligheten er imidlertid kompleks. Det er f.eks. oppdaget hundrevis av forskjellige typer nev-
roner. Videre er egentlig ikke synapsen sammenlignbar med et elektrisk koblingspunk.
Overgangen mellom axonet og synapsen kalles synaptisk kigft. | dette omradet diffunderer
stoffer som kalles nevrotransmittere. Disse skilles ut ndr axonet sender ut en elektrisk impuls.
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Nevrotransmitterne er de egentlige signalene som prosesseres i cellekroppen. Det er til nd
oppdaget mer enn tredve forskjellige nevrotransmittere.

Det forekommer ogsa forbindelser mellom axoner, mellom axoner og cellekropp og mellom
dendritter. Kunnskap om funksjonaliteten til disse koblingene er ennalite kjent.

2.2.2 Det kunstige nevron

Det kunstige nevronet er en forenklet modell av det biologiske. x-signalenei figuren
representerer signalene fra axonene. Disse multipliseres med sine vekter w, far summasjonen.
V ektene representerer styrken til den synaptiske koblingen. Summasjonen representerer
prosesseringen av signalenei cellekroppen.

X1
Wi

F
X w3 net O=F(net)
2
: S
o Wp
xno/ Kunstig nevron

Figur 2.2 Kunstig nevron

Aktiveringsfunkgonen F har som regel “S’-form. Den mest vanlige, kalt logistikk-funksjonen,
har den matematiske formen:

1

"% e

(2.1)

Denne funks onen representerer en ulineaa forsterkning. Det er ikke kjent for undertegnede om
aktiveringsfunksionen pr. i dag kan relateres til det biologiske nevronet, men det kan tenkes at
overfaringsfunksonen mellom axon og dendritt har denne formen. Aktiveringsfunksionen tjener
flere formal: Den gjer det mulig for nevrale nettverk a approksimere enhver ulinesa funksjon
(uten den ulineage funkgonen, ville enhver flerlags nettverkskonfigurason kunne reduseres til
ett lag). Funksjonen er deriverbar, noe som er viktig nar laaingsalgoritmer skal implementeres. |
tillegg forsterker den sma signaler mer enn store signaler (den deriverte er starst for x=0). Dette
er viktig, ellers produserer ikke sma signaler nok respons pa utgangen til a skille dem fra
overlagret stey pa de store signalene.
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Figur 2.3 Logistikk-funksjonen
En annen aktiveringsfunksjon som ogsa er vanlig er:

F(x) = tanh(x) (2.2)

2

Denne har ogsa“S’-form, men er symmetrisk om origo.

Det kunstige nevronet skiller seg fra det biologiske pa flere méter: Det er ingen tidsforsinkelser i
det kunstige nevronet. Signalene i det biologiske nevronet forplanter seg bare med begrenset
hastighet. | tillegg skal signalene prosesseres. Det biologiske nevronet sender diskrete signaler.
Dette er modellert som kontinuerlige signaler i det kunstige nevronet. Her er det ogsa et aspekt
som vedrgrer axonets pulsfrekvens som kommer inn. Et viktig og hittil ubesvart sparsmal er
hvor mye av det biologiske nevrons natur som er hensiktsmessig @ modellere for &implementere
et optimalt kunstig nevralt nettverk.

2.2.3  Nevrad nettverksstruktur

Det fins flere typer kunstige nevrale nettverk. Det er mest vanlig a skille mellom “ Feed
Forward” -nettverk og “ Recurrent”-nettverk. “ Feed Forward” -nettverk har ingen
tilbakekoblinger fra utgangen pa et lag til egen inngang eller tidligere lag. Det er derimot
kriteriet for et “ Recurrent”-nettverk. Men “Feed Forward” -nettverk kan egentlig betraktes som
er et spesidtilfelle av et “Recurrent”-nettverk. Figur 2.4 viser prinsipielt hvordan et “Feed
Forward” -nettverk er bygd opp. Nettverket har to lag, inngangsvektoren har dimengjon lik tre og
utgangsvektoren har dimengjon lik to. | det farste laget er antall nevroner lik tre, og i det andre
laget to. Sirklene representerer fordelingspunkter.
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inngangslag skjult lag utgangslag
k i i

nevron Wi

Wi
nevron |— g
Y1
W21
- Nevron
w
22 Yo
nevron | g
W3
nevron 7,

Figur 2.4 “ Feed Forward” -nettverk med ett skjult lag

Et “Recurrent” -nettverk er dpenbart det som ligger nea'mest biologien. Et biologisk nevralt nett-
verk kan ha et utall tilbakekoblingsslgyfer. Pga. tilbakekoblingene og tidsforsinkel sene méa det
eksistere en dynamikk. Et nevrons utgangsverdi blir altsa en funksjon av tidligere
inngangsverdier og utgangsverdier. Derfor vil et dlikt nettverk haen form for
korttidshukommelse. Dette kan ikke sies & vaare tilfellet for et “Feed Forward” -nettverk.

224  Lagingsprosesser

Formalet med lagringen er ajustere vektene ik at inngangsvektorene blir riktig klassifisert.
Man skiller mellom to typer lagringsprosesser: Overvaket laaring og ikke overvaket laging.
Prinsippet ved overvaket laging er at det nevrale nettverket blir matet med en mengde
inngangsvektorer. Utgangsvektoren sammenliknes med den korrekte utgangsvektoren, og
vektene justeres for redusere differansen mellom disse far sekvensen kjeres pa nytt. Dette er en
prosess som ikke trenger a konvergere eller den kan konvergere il et lokalt optimum.

| ikke overvaket laging mates nettverket med inngangsvektorer og vektene justeres med det
forma at utgangene skal kunne separere de forskjellige klassene. Inngangsvektorer som likner
pa& hverandre vil dagi tilnaamet samme utgangsvektor.Utgangsvektoren sammenliknes altsa
ikke med en idealisert utgangsvektor. Far lagringsprosessen er omme er det vanskelig a vite
hvordan utgangsvektoren responderer pa de forskjellige klassene, men dette kan finnesi
etterkant ved testing.

Ikke overvéket lagring hevdes & vaae mer nagliggende biologisk laaing. Arsaken er at idealiserte
utgangsvektorer ikke alltid forekommer nér biologiske individer lager. F.eks kan det tenkes at
barn lagrer at runde ting kan rulle ved & observere at mer eller mindre runde ting ruller. Det er
nok ikke vanlig at foreldrene prever a formidle denne kunnskapen ved f.eks & gi ros dersom
poden kan signalisere at et eple ruller bedre enn en kloss. Imidlertid vil jeg hevde det at mye
lagingen i en students hverdag er overvaket laging. “ 2+2=5“ skrives 5elden patavla uten at
laareren protesterer.
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225 Representagoni “Feed Forward”-nettverk

Et perseptron er et kunstig nevron, der aktiveringsfunksjonen F kun er en terskelfunksjon. Pa
1960-tallet ble ettlags nettverk med perceptroner viet mye oppmerksomhet. Flerlags nettverk
fantes det pa det tidspunkt ikke treningsal goritmer for. Et innblikk i “Feed Forward” -nettverk
bestdende av perceptroner, gir ogsa et innblikk i hva som kan representeres gjennom forskjellige

konfigurasjoner av denne type nettverk.

X1
Wi

F
Xo w2 net j O=F(net)
D -
o
o W,
o n
xn/ Perceptron Treshold

Figur 2.5 Perseptron

Dersom inngangsvektoren f.eks er todimensjonal og binag, vil fire inngangskombinasjoner vaae
mulig av (X1,%2): (0,0), (0,1), (1,0), (1,1). Utgangsvektoren kan vaae O eller 1. Den boolske funk-

gonen: O = x; & X2, Vil hasannhetstabellen gitt ved tabell 2.1 .

X1 X2 @]
0 0 0
1 0 0
0 1 0
1 1 1
X2
1 °
0 X
1
e O=1 o 0=0
Tabell 21  Sannhetstabell
Figur 2.6 Grafisk framstilling av punktene i sannhetstabellen
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Inngangen paterskel elementet vil vage gitt ved:
net = XW, + X,W, (2.3)

Nar net er mindre enn terskel lik T, vil utgangen vaare null, og ellerslik én. Dvs.

T3 (xw+xw,)P O=0 (2.4)
T<(xW+xw,)P O=1

Grafisk vil linjen:

T=XW W, (3

skille punktene som har O lik O frade som har O lik 1. Settes for eksempel T=0,75 og w; = ws
=0,5 vil dette gi linjen:

X =-x+15 (20)

som er tegnet inn pa figuren. Et perseptron vil kunne implementere alle de grunnleggende “bool -
ske” funkgonene uten XOR- og NXOR-funksgonen. For XOR- og NXOR-funksjonen vil det
ikke vaare mulig a segregere to av punktene med samme utgangsverdi ved hjelp av kun én linje.

Dersom flere perceptroner benyttesi det farste laget, vil hver representere en linje. For punkter
paden ene siden av linjavil utgangen pa perceptronet bli lik én og for punkter pa den andre
siden vil utgangen bli lik null. Ved & utfgre bool ske operasjoner (typisk: AND-operasjon) pa
utgangene i det farste laget, vil en hvilken som helst region kunne separeres fraresten. De
bool ske operasjonene implementeres ved & legge pa ett nytt lag i nettverket. Dersom det er flere
separate regioner, vil disse kunne kombineres ved a utfare bool ske operasjoner (typisk: OR-
operasjon) pa utgangene i det andre laget. De boolske operasjonene implementeres ved alegge
paett nytt lag i nettverket. Dette kan generaliserestil et n-dimensjonalt rom, der linjenei
eksempelet byttes ut med hyperplan. Derfor kan i prinsippet ale segmenteringer representeres
ved et trelags nettverk. Det er faktisk kun ngdvendig med to lag. Flere forfattere har uavhengig
fart bevisfor at et nettverk med kun ett skjult lag og sigmoid-aktiveringsfunksjoner (som f.eks
varianter av funksionene gitt i (2.1) og (2.2)) kan approksimere en vilkarlig funksjon med
vilkarlig nayaktighet. Noen bevis vil ikke bli gjengitt her, men det henvises istedet til (7).

2.3 Delta-regelen og tilbakepropagering

Delta-regel-algoritmen er en algoritme for atrene vektenei et nettverk med kun ett lag
nevroner. Tilbakepropagering er en generalisering av delta-regelen for flere lag nevroner.

Tilbakepropagering ble beskrevet av flere forfattere pa omtrent samme tid. Imidlertid tillegges
arbeidet til Rumelhart, Hinton og Williams (9) mye av aaen for metoden. Metoden deres bager
navnet: Den generaliserte delta-regelen for trening ved tilbakepropagering. Pa midten av 1980-
tallet begynte algoritmen a bli kjent i vitenskapelige miljger. Ideen bak algoritmen er a benytte
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differansen mellom gnsket respons og virkelig respons pa utgangen, og forplante denne feilen
gjennom nettverket. Feilen benyttes til ajustere vektene. Dette gjares for hele treningssettet og
gjentas helt til feilen pa utgangen er akseptabel eller antall iterasjoner har nadd en grense.
Stoffet som danner grunnlaget for den falgende beskrivelsen av delta-regelen og
tilbakepropagering er funnet i (1).

231 Detaregelen

Algoritmen kan beskrives ved fglgende steg:
Steg 1: Gi vektene smatilfeldige verdier.
Steg 2: Velg en inngangsvektor med tilhagrende utgangsvektor.

Steg 3: Utfar en beregning av den virkelige utgangsvektoren og lagre alle aktuelle
mellomregninger.

Steg 4: Beregn differansen mellom gnsket og beregnet utgangsvektor. Juster vektene.

Steg 5: Hvis denne differansen er mindre enn gitt av et bestemt kriterium for alle treningspar i
treningssettet eller antall iterasjoner har n&dd en bestemt grense, s& avsluttes sekvensen. Ellers,
returner til steg 2.

Algoritmen minimaliserer summen av kvadratene til differansen mellom gnsket respons kalt d;,
pautgang i, og virkelig respons, kalt O;. Denne differansen er representert ved Error som er gitt
ved ligning:

Error = O,Sé (d - 0)? (2.7)

Vektene justeres ved aforeta et skritt i optimal retning patangentflaten til Error. Matematisk
kan dette uttrykkes som falger:

Dw, =-c f Error (2.8)
Tw,

der c er en positiv konstant som representerer lagingsraten.

Videre falger en matematisk avelse for & substituere kjente sterrelser inn i den foregaende
ligningen.

Kjerneregelen anvendt pa (2.7) gir:

1 Error = JError 1O

w, 0w (2.9)

Den partielt deriverte av (2.7) er gitt ved:
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-(d - 0) (2.10)

O er definert som utgangen av aktiveringselementet og er gitt ved:
O =F(net) = F(Q xw) (2.11)
der F er aktiveringsfunksonen.

Den partielt deriverte av O; mhp. vekt w er gitt ved:

@)
.ﬁwi = x F&net,) (2.12)

(2.10) og (2.12) innsatt i (2.9) gir:

T Error =- (d - O)xF&net,) (2.13)
ﬂWk
(2.13) innsatt i (2.8) gir:

(2.14)

Dw, = -c Error = c(d, - O, )xF §net )

k

Ligning 2.14 benyttesi algoritmens steg 4, der vektene justeres.

2.3.2  Tilbakepropagering

Tilbakepropageringsalgoritmen kan beskrives ved de samme fem steg som i Delta-regel-agorit-
men. Men prosedyren for & justere vektene blir forskjellig pga. at tilbakepropageringsalgoritmen
ogsa skal kunne handtere nettverk med skjulte lag.

For ajustere vektene som tilharer utgangslaget benyttes Delta-regel-algoritmen beskrevet i det
foregaende. Dersom logistikk-funksjonen benyttes, vil den deriverte av aktiveringsfunksjonen
vage gitt ved:

F(net,) = F(net,)(1- F(net)) =0 (1- O) (2.15)

(2.15) innsatt i (2.14) leder til (2.16) som er formelen for & justere vektene i utgangslaget (repre-
sentert ved indeksj).

Dij =- C(dj - Oj )Oj (1- Oj)xjk (2.16)

Siden d; ikke er definert for de skjulte lagene, kan ikke denne formelen benyttes for & justere de
interne vektene.
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| det generelletilfellet justeres vektene ved a foreta et skritt i optimal retning pa tangentflaten til
Error. Matematisk kan dette uttrykkes som falger:

l

fiwg

Error (2.17)

Dw, =-¢

Indeks i og k representerer to etterfalgende lag. For & utlede formelen for & justere de interne
vektene, gjares videre den antakelsen at nettverket har ett skjult lag representert ved indeksi,
utgangslaget er representert ved indeks ) og inngangslaget er representert ved indeks k (se figur
2.4).

Videre fglger en matematisk gvelse for & substituere kjente starrelser inn i den foregaende
ligningen.

Kjerneregelen gir:
1 Error = 1 Error T net, (2.18)
T[Wki ﬂneti ﬂWki

Wi, Som er vekten som multiplisert med utgangen til nevron ki k-laget, danner én av inngangene
til nevronii i i-laget.

Per definigon er net; gitt ved:

net, = & X, W, (2.19)
k

Den partielt deriverte av (2.19) med hensyn paw er gitt ved:

‘ﬂ\j]v net, = X, (2.20)
ki

Per definigon er deltatil nevroni i i-laget gitt ved:

- delta, = U Error =T Error 10 (2:21)
Tnet, 10, Tnet,

(2.15) gir:

10 _o 1- 0) (2.22)

ﬂneti i i

Kjerneregelen anvendt gir:
(2.23)
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net.
iError=§1 l Errorﬂ '

10, " fnet, 10,

Arsaken til summasjonen er at utgang franevroni i i-laget danner forbindelse med inngangene
til et antall av nevronenei j-laget.

Dersom O; spiller rollen som xi i (2.19) leder dette til:

ﬂ;;t v, (2.24)

Deltafor utgangslaget j er gitt ved:

deltaj =- 1
fInet

Error =(d, - O;)F&net;) =(d, - 0,)O;(1- O)) (2.25)

J

Den siste ligningen initialiserer rekurgonen. Det er kun aktuelt med rekursjon dersom det er mer
enn ett skjult lag.

Ligning 2.24 og 2.25 innsatt i 2.23 gir:

‘ﬂ:]) Error = § - delta,w, (2.26)
j

Ligning 2.26 og 2.22 innsatt i 2.21 gir:

- delta, =0, (1- 0))3 - delta,w; (2.27)
j

Den siste ligningen er rekursiv. Ligningen forplanter feilen pa utgangen gjennom nettverket ett
niva av gangen. Det er her verdt &legge merketil at forsterkningen til aktiveringsfunksjonen (se
ligning 2.22) inngar som faktor i ligningen. Der vektene er sma, reduseres forplantningen av
feilen bakover i nettverket. Forsterkningen til aktiveringsfunksjonen er sterst for sma
inngangsverdier. Dette medferer at sma verdier painngangene til nevronene ogsa kan pavirke
vektenei justeringsprosessen. Utfra (2.27) kan man se at vektene ikke kan initialiseres slik at
alle vektene er lik null. Det er fordi ligningen da blir lik null og ingen feil forplantes videre.
Initialiseringsverdiene kan ogsa veae kritiske for algoritmens konvergens, nar de er ulik null.

Ligning (2.21) og (2.20) innsétt i (2.18) gir:

T ervor T net, = - delta,x, (2.28)

fiwg

T Error =
Tw, Tinet

Ligning 2.27 innsatt 2.28 gir:
(2.29)
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)l

ki

Error =x0 (1- 0)Q - delta, w;
j

Ligning 2.29 innsatt 2.17 gir:

l

Wi

Dw, =-c

Error =-cx, 0, (1- 0)§ - delta,w, (2.30)
j

Ligning 2.30 og 2.27 er de primaae ligningene som benyttesi algoritmens steg 4.

Lagingsrate ¢ kan vaae en kritisk parameter. Dersom c er for stor, konvergerer ikke algoritmen,
og dersom c er for liten konvergerer algoritmen sakte. Ofte kan det vaare hensiktsmessig at c er
stor i begynnelsen dlik at alle klassene oppdages raskt, og reduseres etterhvert. Siden Error-
funksjonen kan halokale minimum, er konvergenstil global lgsning ikke garantert.

3 STOTTEVEKTORMASKINER

Stettevektormaskiner (SVM) er en type klassifiseringsalgoritme som i de senere &rene har vaat
viet endel oppmerksomhet. Det teoretiske fundamentet for SVM er Viadimir Vapnik tilkjent
mye av agen for. Videre gis det en enkel beskrivelse av konseptet far noe av bakgrunnsteorien
presenteres. Stoffet som danner grunnlaget for teksten som falger i dette kapittelet er funnet i

(3), (4), (5) og (8).
31 Lineser e stgttevektor maskiner

311 Hyperplan

Det optimale hyperplanet: Det antas et sett med treningsvektorer som tilharer to forskjellige
klasser,

(yl’xl)""!(yl’xl)’ XT Rn’ yT {‘:L]}
og et hyperplan gitt ved:

wix+b=0 (3.2

Treningsvektorene representerer punkter i et n-dimengonalt rom. Hver egenskap i x
representerer en ny dimengjon. Vektoren w er normalvektoren til planet og parameteren b kan
tolkes utfraat b dividert med den euklidiske normen til vektoren w (b/|\w]|) er den korteste
avstanden fraorigo til planet.

Et sett med vektorer er sagt & vagre optimalt separert av et hyperplan hvis klassene er separert
uten feil og distansen mellom naameste vektor og hyperplanet er maksimal. Videre antas det at
et dikt hyperplan eksisterer. Det vil si at datasettet er linesat separabelt.

Kanoniske hyperplan: Distansen fraet punkt x til et hyperplan med parametre (w,b) er gitt ved:
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(32)

Det introduseres et sakalt kanonisk hyperplan der parameterne w, b til hyperplanet blir begrenset
av ligningen:

min, wxx+b =1 (3.3

Ligning (3.3) sier at for egenskapsvektorer (x-vektorer) i treningsdatabasen, skal den minimale
verdien av absoluttverdien til utrykket i (3.3), vaare lik tallet 1. Dette medfarer:

mind(w,b,x) = v%/ (3.4)

Dette betyr at resultatet av begrensningen blir at distansen fra naameste punkt i datasettet til hy-
perplanet blir lik den inverse av normen til vekt-vektoren w.

Avstandene d. og d- innfares. Disse er henholdsvis den korteste distansen mellom positiv
klasse og hyperplanet og den korteste distansen mellom negativ klasse og hyperplanet.
Marginen som skiller klassene er da definert som summen av avstandene d, og d.. | henhold til
ligningen over ma marginen som skiller de to klassene vagre lik 2/||w|| (d:= d. =1/||w]|). Det
optimale hyperplanet fas ved afinne hyperplanet med sterst margin. Fra (3.4) gar det fram at
maksimering av marginen er ekvivalent med minimering av |jw||. Dersom det er to klasser kan
problemet formuleres som falger:

min Y (w) = ; | w||? (3.5)
x.w+b31 for vy =1 (3.6)
X, wW+b£-1 for vy =-1 (3.7)
Likningene:

X, w+b=1 (3.8)
X, w+b=-1 (3.9)

danner to hyperplan som ligger parallellforskjevet pa hver sin side av hyperplanet i (3.1) med
avstand d, gitt av (3.4). Omradet mellom disse hyperplanene kalles marginen, og her ligger
ingen punkter dersom det er mulig & separere klassene. Alle punktene av den ene klassen ligger
paen side av hyperplanene gitt av (3.8) og (3.9) mens punktene av den andre klassen ligger pa
den motsatte siden av hyperplanene gitt av (3.8) og (3.9) . For aillustrere noen enkle poenger
gisdet et eksempel. Figur 3.1 viser to egenskapsvektorer av forskjellig klasse representert ved to
punkter i planet. Informasjonen pafigur 3.1 er formalisert i tabell 3.1.
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X1

1 2 3 4

© positiv klasse ©® negativ klasse

Grafisk fremstilling av to egenskapsvektorer av forskjellig klasse

Figur 3.1
X1 X2
X1 1 2
X2 1 2
y -1 1
Tabell 3.1  Tabellen formaliserer informasjonen pa figur 3.1.

| henhold til (3.5), (3.6) og (3.7), kan dette skrives:

min Y (w) :;”w I§
2w, +2w, +b3 1 for vy, =1
w,+w,+b£-1 for y, =-1
Siden det er kun ett punkt i hver klasse vil punktene vaae de naameste punktene til hyperplanet i
sin klasse (punktene blir da stettevektorer). Derfor kan problemet forenkles til kun &inkludere

likhetsbetingel ser og Iasningen blir som falger:
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min Y (w) = fw

2w, + 2w, +b =1 for vy,=1
w,+w,+b=-1 for vy =-1

min Y (w)=0,5(w,>+w,?)
P 2w, +2w, +b =1
w, +w, =2

wxx+b=0

P x,=-x+3 (3.10)

Ligning (3.10) er ligningen for hyperplanet som i to dimensjoner kun er en linje. Hyperplanet er
tegnet inn pafigur 3.2.

© positiv klasse ® negativ klasse

Figur 3.2 Grafisk fremstilling av to egenskapsvektorer av forskjellig klasse separert av et
hyperplan

Hyperplanets normal vil vagre parallell med vektoren mellom de to punktene pafiguren.
Arsaken til det kan det vaare verdt & se naamere p&. Pa neste figur er det tegnet inn et ikke-
optimalt hyperplan for &illustrere dette. Parametrene velges pa grunnlag av begrensningene
beskrevet tidligere gitt ved:

2w, +2w, +b =1
w, +w, =2
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Velger wy lik 1.5, dablir w; lik 0.5 0g b lik -3. Dette gir hyperplanet:

wxx+b=0
P 15x +05%x,-3=0
p X, =-3% +6

(3.11)

' ikke-optimalt hyperplan

O positiv klasse ® negativ klasse

Figur 3.3 Grafisk fremstilling av to egenskapsvektorer av forskjellig klasse separert av et
optimalt hyperplan (hel-trukket) og et ikke-optimalt hyperplan (stiplet).

Det gar frem av figur 3.3 at marginen (d'+ + d'.) for det ikke-optimale hyperplanet, er mindre
enn marginen (d. + d.) for det optimale hyperplanet. Begrensningene gjer at d' . = d'. = 1/||w/||
som beskrevet tidligere, sik at ||w|| ma& vaze starre for det ikke-optimale hyperplanet enn for det
optimale hyperplanet.

3.1.2 Det duale problemet

Optimeringsproblemet kan omformuleres dlik:

(X w+b)y, 31
og videre il et Lagrangeproblem med primal Lagrangefunkson:
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|
min,, L(w,ba)=min,, @/2|w|’-§a{[x w+bly-3) ,
i=1
der a,%0

(3.13)

For a gjare det enklere alase dette optimeringsproblemet dvs. finne b og w, er det vanlig alase
det duale problemet ferst. Det duale problemet formuleres slik:

max, W(@)=max, {min,, L(w,ba)} (3.14)
Det primale problemet betraktes farst. Fglgende betingel ser ma vaare oppfylt:

qL 9
—=0p a;y =
b a
(3.15)
qL g
—=0b a,xy =0
w a
Innsatt i Lagrangefunkgonen, i to trinn, for det primale problemet gir dette:
&4 d jé 4 o U
max, W(a,b)=max, &1 & & aa,vy(x %) a & 2%, by - 1y
g< i=1 j=1 =1 feé j= O o]
€14 ¢ g o u
zmaxa’\za_.a_.aiajyiyj(xix)(j)_Qqawajyly (X XX) baay|+aa U (316)
@< i=1 j=1 i=1 j=1 u
€ 14 4 U
max, W(@,b)=max,& ~a aaa;Yy; ><X)+aa.u
e 2|:l j=1 |:|
€ 14 4 0
a =agmax, W(@,b)=agmax,& —a aaa;yy, X ><><)+aau
e 2I:1j:1 izt QO
ai 3 0 (317)
9
aay =

i=1

Som det gar fram av ligningene har optimaliseringsproblemet kvadratisk kriteriefunksjon og
lineazre bibetingel ser.

Nar det duale problemet er 1@st kan b og w beregnes som falger:

o
W=a aXyy,
i=1

(3.18)
b=- ;W>{Xr +x5]
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der x; 0g Xs er stottevektorer frahver klasse som ligger pa hver sitt plan gitt av (3.8) og (3.9).
Det vil sl at felgende krav er tilfredsstilt:

a,,a;, >0, y =1 y,=-1 (3.19)

| denne sammenheng er det verdt & poengtere at en stettevektor er definert som en vektor x; med
tilhgrende a; starre enn null.

For & se at beregningsmetodikken for b stemmer, er det som nevnt slik at to punkter som
tilfredsstiller kravene over ligger pa hver sin side av hyperplanet og ligger i hvert sitt
grenseplan. Da kan formelen for b utledes som falger:

X, wW+b=1

X W+b=-1
P wxXXx, +x,)+2b=0
P b:-0,5w><[xr +xs]

(3.20)

b og w er parametrene til klassifikatoren. En hard klassifikator er gitt ved:
f (x) =sign(x>w +b) (3.21)

Dersom f er lik 1 for en x-vektor indikerer dette positiv klasse, og dersom f er lik -1 for en x-
vektor indikerer dette negativ klasse.

3.1.3 Generdisering av tilfeller som antas linesart separable

Dersom datasettet er befengt med stoy slik at et optimalt hyperplan ikke eksisterer ma den
foregdende teorien modifiserestil atakle dette. | figur 3.4 gar det fram hva som menes med
stay. Noen tilfeldige punkter havner i klyngen sammen med punkter som tilhgrer den andre
klassen og gjer det umulig & separere klassene med et optimalt hyperplan.
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i >
4
© positiv klasse ® negativ klasse

Figur 3.4 Grafisk fremstilling av egenskapsvektorer av forskjellig klasse separert av et
hyperplan. To stay-punkter er inkludert i punkt-konfigurasjonen.

For atillate at punkter kan ligge pafeil side av grenseplanene gitt av:

(x;xw +b)y, =1, (3.22)
ma kravet:
(X, w+b)y, 31 (3.23)

slakkes pa. Dette gjares ved ainkludere en slakkvariabel x; som kreves starre eller lik null. Nar
slakkvariabelen er positiv betyr det at punktet ligger innenfor marginen eller pafeil side av
marginen som illustrert pafigur 3.5. Slakkvariabelen er et mal for misklassifisering, og det er
anskelig at hyperplanet skal vaare dlik at den totale graden av misklassifisering er minimal.
Derfor inkluderes summen av alle slakkvariablene i optimalfunksjonen. Problemet blir da
seende dlik ut:

|
min Y ()= fwif +C&x

i=1
(X, xw +b)y. 3 1- X, (3.24)

X, 3 0,

der C er en positiv konstant.

Dette kan omformestil et Lagrange-problem. Imidlertid medferer ikke innfaringen av
slakkvariabelen at formen til det duale Lagrange-problemet forandresi saalig grad. Det duale
problemet blir seende slik ut:
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€ 13 ¢ g U
a =argmax, W(a,b):argmaxaga aaiajyiyj(xi ><xj)+aaig
e i=1 j=1 i=1 u
C3a; 30 (3.25)
3
aay =0
i=1

Den eneste endringen er at a; far C som gvre skranke.
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X2 grenseplan
A margin
A g
4-
N N :i °
2-
1 N
[ N N
1 [ e 1 X1
L] L] L] L]
1 2 3 N4
© positiv klasse ® negativ klasse

Figur 3.5 Grafisk fremstilling av egenskapsvektorer av forskjellig klasse separert av et
hyperplan. Ett stay-punkt er inkludert i punkt-konfigurasjonen.

Betraktninger knyttet til parameteren C

Nar C gker, straffes det mer & anlegge hyperplanet slik at punkter havner innenfor marginen
eller pafeil side av marginen. Dette medfgrer at marginen minker og at de nevnte punktene far
starre innflytelse pa hyperplanet. Derfor kan evnen til & generalisere reduseres nar det er
stgydatatil stede. Dersom C minker, minker vektleggingen av punkter som havner pafeil side
av grenseplanene. Dvs. at marginen gker. Dersom punkter som ikke er stgydata av den grunn
blir liggende innenfor marginen, kan dette medfare at generaliseringsevnen minker. Dersom
punkter som ikke er staydata blir liggende pafeil side av hyperplanet, er det hensiktsmessig &
benytte en ulinesar SVM.

3.2 Ulineaer e stgttevektor maskiner

3.21 Introdukgon av ulinesge SVM

Dersom klassifiseringsproblemet er av en dlik art at det ikke er naturlig & utfere en linessr
separasjon, kan en ulinesa SVM benyttes. Den foregaende teorien kan med visse modifikasjoner
benyttes. Metoden gar ut a utfgre en linesa separasjon som beskrevet i det foregdendei et rom
med hgyere dimensjon enn det inngangsvektorene eksisterer i.

De linesat ikke-separable inngangsvektorene transformeres via en transformasjon F (x) til et
rom med hgyere dimensjon der de er lineaat separable. Optimeringsproblemet blir da seende ut
somi (3.26).
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aaaa, vy, Fx)FX, ))+aa.

i=1 j=1

a =argmax, W(a,b)=argmax

a

C>C enid

(D('q)m\
NH—\

C3a,30 (3.26)

|
aay =

i=1

Dersom transformasjonen F benyttes pa x-vektorene i ligningene for klassifikator-funksjonen
f(x), forekommer denne kun som indreprodukt slik som i (3.26). Dette indreproduktet kalles
kjernen. Kjernen kan altsa skrives:

K(x,y) =F (x)>F (y). (3.27)

Nar indreproduktet erstattes av kjernen, er klassifikator-funksjonen gitt ved:

f(x) :signgaa" aiyiK(xi,x)+b9
esv (4]

éaiyiK(XiaX):WXX (3.28)
s

= ;é aiyi[K(Xi X, )+ K(X ’Xs)]

SV betyr at det er kun stettevektorene som inngar i summasjonen.

Som det gar fram av ligningene er det ikke ngdvendig akjenne F(x); det er nok akjenne
kjernen. Dette er mye av poenget. F(x) kan i prinsippet transformere x til et rom med uendelig
dimengjon uten at det kompliserer problemet.

Kjernen kan velges utifra visse kriterier som jeg kommer tilbake til etter et eksempel.

Anta at datavektorene er i R?, og at det benyttes en kjerne gitt av:
K(x,.x,) = (x, % ). (3.29)

Denne kjernen kan har uendelig mange transformasjoner F (x). En av transformasjonene er gitt
ved:

X12
2X.%, 1

2
X2

> (D> (D~

F(x) = (3.30)

D:MD>
o eny ey exly e

som transformerer inngangsvektorer i R® over i R®.
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Figur 3.6 og tabell 3.2 angir datapunktene i eksemplet.

X2
A
4
- .
3
- °
2
L .
1 [ J
« +—+—t+—+— "
2 3 4
© positiv klasse ® negativ klasse

Figur 3.6 Grafisk fremstilling av egenskapsvektorer av forskjellig klasse somikke kan
separeres av et optimalt hyperplan i det todimesjonale rommet som spennes ut av

Inngangsvektor ene.
X1 X2 X3 X4 X5
X1 0 1 2 2 2
X2 0 1 2 3 4
y -1 -1 -1 1 -1

Tabell 3.2  Tabellen formaliserer informasjonen pa figur 3.6

Som det gar fram av figuren over er det ikke mulig a separere de to klassene med ett enkelt
hyperplan (linjei to dimengjoner). Benytter F (X) og mapper datavektorene over i tre
dimengjoner.

X112D X2 12D X1 13D X2 1 3D X2 1 3D
X1 0 0 0 0 0
Xo 1 1 1 14 1
X3 2 2 2 57 4
X4 2 3 4 8,5 9
X5 2 4 4 11,3 16

Tabell 3.3  Tabellen viser hvordan de forskjellige vektorene xi blir seende ut nar de
transformeres fra to til tre dimensjoner.

Figur 3.7 viser hvordan punktsamlingen transformert til det tredimengjonale rommet ser ut sett
fra“x,x3"-perspektiv.
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Figur 3.7 Grafisk fremstilling av egenskapsvektorer av forskjellig klasse somikke kan
separeres av et optimalt hyperplan i det todimesjonale rommet som spennes ut av
inngangsvektorene, men som ved en transformagjon til et tredimensjonalt rom kan
separeres med et hyperplan. Figuren viser et hyperplan som separerer klassene
sett fra* X3 X3” -perspektiv.

Som det gar fram av figuren er det na mulig & utfare en linesar separasjon av de to klassene.

De betraktninger som ble gitt angaende parameteren C for lineaae SVM, gjelder ogsa for
ulinesare SVM.

3.2.2 Typiskekjernefunkgoner og Mercers krav

Rommet som inngangsvektorene transformerestil, kalles ofte for et Hilbert-rom og jeg vil
benytte symbolet H til arefereretil dette. Kravenetil dette rommet er at det er et lineaart rom der

indreproduktet og den tilhgrende normen er definert, dlik at hvis en kjerne skal vaae anvendbar,
ma det eksistere et par { F (x),H} som tilfredstiller kravene over. Mercers krav benyttestil a

kontrollere dette. Mercers krav lyder som falger:

Det finnes en transformasion F og en kjerne

K(xy)=a F (y),F (),

hvis og bare hvis, det for en g(x) dlik at

Co(x)dx
er endelig ogsa tilfredsstiller

CK(y,x)g(x)g(y)dxdy 2 O.
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Mercers krav gir en garanti for at en kjerne er anvendbar men forteller ikke hvordan F kan
konstrueres eller hvaH er. Imidlertid fins det en rekke klasser av kjernefunksgoner som det er
fart bevisfor tilfredstiller Mercers krav.

Falgende klasser av kjernefunksjoner har vaat vanlig & benytte i forskningsaktiviteten knyttet til
SVM:

K(X,y) = (xxy +1)° (3.31)
K(x,y) =tanh(k (x>y) - d) (3.32
K(X,y) = gl I-yIM)i(2s %) (3.33)

Ligning (3.31) gir klassifikator som er polynomisk av grad p. Dimensgjonen til H er avhengig av
dimensjonen til rommet inngangsvektorene eksisterer i, kalt dL, og den polynomiske graden p.
For den polynomiske kjernen:

K(x,y) = (xy)" (3.34)
er dimengonen til H gitt ved:

. o8l +p-16_(d +p-D
R N T

(3.35)
Dette medferer at dim(H) kan gjegres mye starre enn dL. Det gjelder ogsa for klassen av
polynomiske kjerner gitt i (3.31). Ligning (3.32) gir en klassifikator som er ekvivalent med en
type nevralt nettverk med “ S’ -formet aktiveringsfunksion og ett skjult lag. Antallet
stettevektorer vil bestemme antallet vekter som majusteresi deto lagenei det ekvivalente
nettverket. Antallet vekter i det farste laget vil vaae lik antall stettevektorer multiplisert med dL,
og i det andre laget, lik antall stettevektorer. Kompleksiteten til nettverket vil derfor tilpasses
treningsdatasettet. Kjernen tilfredstiller bare Mercers krav for bestemte kombinasjoner av
parameterverdiene d og k.

Ligning (3.33) gir kjernen til en klassifikator som er ekvivalent med en gaussisk radialbasis-
funkgon (RBF) klassifikator (4). En RBF-klassifikator er gitt ved:

| i}
D(x) = signgeé (w et xire b2 (3.36)
ei=1 a

Dersom RBF-kjernen benyttes, vil en SVM-klassifikator se slik ut:

I ) ) s
F(x) =Sgnga (@,y,)e ") +pd (3:37)
ei=1 (%]
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Ved sammenligning av de to siste ligningene gar det fram at sentrene x;, tilsvarer stettevektorer,
vektene w; tilsvarer a;y; og b spiller sammerolle. ¢, og s spiller ss mmerolle. s er en kjernepara-
meter.

For afinne parametrenetil D kan flere metoder benyttes. Metodene gir ulike parametre og
generelt forskjellig sentre. SVM gir en konsistent méte a finne parametrene pa, og
stettevektorene (tilsvarende sentrene) velges automatisk til & passe klassifiseringsproblemet.

3.3 Strukturell risskominimalisering

| det foregaende er det gitt en enkel beskrivelse av konseptet ved SVM. | det falgende blir det
gitt en skisse av teorien som ligger til grunn.

Gitt et sett med treningsdata:

(Yo Xa)(vx), xT Ryl {-1%
0g et sett funkgoner:

f:@l L)}, f:R'®{-11

Malet er afinne den funksionen f..(x) som er den beste transformasjonen frax til y. En
minimalisering av funksjonen:

R@)=qf, (¥) - ydP(x,y), (3.39)

med hensyn paf, gir fa«. R(a) som kalles den virkelige risikoen er ukjent fordi
sannsynlighetsfordelingen P(x,y) er ukjent. Imidlertid kan den empiriske risikoen beregnes som
falger:

Remp(c':l)=|1_§_11‘a (x)- | (3.39)

Det er rett fram & minimalisere denne og finne en optimal f,, men resultatet garanterer ikke at en
liten Remp(2) gir en liten R(a) ndr treningssettet er relativt lite. Det vil si at selv om treningsdatar
settet klassifiseres uten feil, kan testsettet bli klassifisert med relativt mange felil.

Prinsippet ved Srukturell risikominimalisering gir et svar pa dette problemet: For en a inkludert
i L vil med en sannsynlighet pAminst 1-h, f@lgende skranke holde:

ah Iog(h)g

R(a)ERemp(a)+Fg|—, o (3.40)

der F kalles konfidens-intervall og er definert som:
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b 0

el o 00
ha? — I+ 1==- logc—
goggghz o Ry (3.41)

S 4 |

h kalles VC-dimensjonen for settet av funkgoner. Dersom det er to klasser, vil VC-dimensjonen
vage lik det maksimale antallet punkter k, som kan separeres pa 2 méter med f. Figur 3.8 viser
et tilfelle der det er tre punkter i datasettet og f, er et sett av linjer. Her er VC-dimengionen lik
tre fordi det er ikke mulig &inkludere et punkt til og oppna & separere de to klassene pa 2¢
mater.

Det maksimale antallet punkter som er lineaart separabel pa 2 méter er gitt av dimensjonen til
inngangsvektoren pluss én. Dette stemmer overens med figur 3.8 der dimensjonen pa
inngangsvektoren er to og tre punkter er linesat separabel pa 2° méter.

Figur 3.8 Grafisk fremstilling av tre egenskapsvektorer som separeres pa 2K forskjellige
mater.

Beskrankningen pa den virkelige risikoen R(a), kan kontrolleres ved & kontrollere Remp 0g h.
Remp kontrolleres ved & velge den funksjonen i settet som minimaliserer R, altsa f,«. h avhenger
av det sett av funksjoner som kan implementeres. SVM algoritmen er basert pa hyperplan.

| (3.4) ble distansen fra neameste punkt i datasettet til hyperplanet utledet:

mind(w,b,x):\i/

Dersom det antas at falgende kriterium holder:

|wE A (3.42)

medfgrer dette;
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min d(w, b, x) =i (3.43)

Betydningen av dette er illustrert pa neste figur 3.9.

X2

radius= UVA

- X1

Figur 3.9 Grafisk fremstilling av tre egenskapsvektorer i planet, som separeres av
hyperplan. Figuren viser hvordan (3.43) begrenser hvor hyperplanene kan
plasseres.

Ingen av hyperplanene kan komme naamere punktene enn 1/A. Hva har dette med VC-
dimensjonen a gjare? For a besvare sparsmalet innfares en “hyperkule” med radiusR1i N
dimengoner som omglutter alle punktene. | to dimengjoner med tre punkter kan dette se ut som
pafigur 3.10.

X3

1/A

Figur 3.10 Grafisk fremstilling av tre egenskapsvektorer i planet. Figuren viser hvordan
(3.43) og hyperkula med radius R1, begrenser hvor hyperplanene kan plasseres.

For det farste, som tidligere nevnt, kan ikke h vage starre enn dimengjonen til det aktuelle
rommet pluss én ved lineag separasion. For det andre er det dpenbart at det ikke er mulig &
oppna denne verdien for h pafigur 3.10. Det er satrangt innei “R1-hyperkula’ at det ikke er
mulig & separere “ /A-hyperkulene” med hyperplan. Den eneste méten & utfare 2“ forskjellige
separasioner, er a se bort fraett av punktene. | dettetilfellet blir h lik to. Dersom 1/A er noe
mindre blir imidlertid h lik tre. Fra eksempelet gér det altsa frem at h er begrenset av antall
“1/A-hyperkuler” som er mulig & separere pa 2 méter med sentrum innei R1-hyperkula’. Det
er vist at denne begrensningen er gitt ved:

h£ R12 A2, (3.44)



42

Dette medferer at h er begrenset som falger:
h £ min(R1* A?,dim(x) +1) (3.45)

Siden ||w|| er mindre eller lik A er minimalisering av |[w]|| ekvivalent med & minimalisere h. Utfra
ligningen (3.41) for F, gar det fram at for de aktuelle verdieneav hog| er F monotont
minkende for minkende verdier av h. Derfor tilsvarer minimalisering av ||w||, &minimalisere F .

| (3.24) ble felgende kriteriefunksjonen og skranker presentert:

|
min Y (w) :;||w||2 +CQ X,
i=1

(Xi WV"'b)Yi 31- X;

X, 3 0.
L eddet

|
Céxi,

i=1

danner et avre band pa den empiriske risikoen. Parameteren C benyttes for a justere
stettevektormaskinen til Atakle steyen i treningsdata. Imidlertid sd er det en sammenheng
mellom F og den empiriske risikoen: Dersom h gker, kan den empiriske risikoen minke. Dette
er lett Atenke seg dersom man tar utgangspunkt i et klassifiseringsproblem som ikke er lineaat
separabelt. Ved atransformere treningsdatasettet til et rom med hgyere dimensjon er det
sannsynlig at h gker og at datasettet, i starre grad, blir linesat separabelt. Det vil s at den
empiriske risikoen minker. Siden det er summen mellom F og Remp SOM skal minimaliseres,
betyr dette at det fins en avveining mellom liten h som gir liten F og stor h som gir liten Remp.
Det er alerede nevnt at F er monotont minkende for minkende verdier av h. Utfra det
foregdende konkluderes det med at SVM implementerer prinsippet ved Strukturell
riskominimalisering.

34 Eksempler som illustrerer forskjellige sider ved SVM

For aillustrere egenskaper ved SVM, er det hensiktsmessig & benytte kun to dimensjoner pa
attributt-vektoren. K ode skrevet i Matlab (se Appendiks D.3) benyttes for a generere resultatene
som falger.

34.1 Variagonav Cforlinesge SVM

| det neste eksempelet benyttes linesa separason i inngangsvektorrommet med forskjellige
verdier for C som er vekten til summen av slakkvariablenei optimalkriteriet.

| de neste to grafene benyttes den samme punktkonfigurasjonen. Punktene i grafene er av to for-
skjellige klasser. Koordinatene for punktene og tilhgrende verdier for a er gitt i tabell 3.4.
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klasse | 1 1 1 1 1 -1 -1 -1 -1 -1 -1 -1 -1

X1 15125110 2515354030 |35]45 |30 20| 20

X2 15120 25|30 3530|4045 |50 | 50| 60| 60| 30

a,C=5 0 138| 0 5 12 | 25 0 0 0 0 0 0 5

ac=05 0 |03 0 | 05]05]05|] 0 |035] O 0 0 0 |05

Tabell 3.4  Koordinater for egenskapsvektorer med tilherende klassifisering og alfa-verdier
for forskjellige verdier av parameteren C. Tabellen gjelder for linesar separasjon.

0

0 O‘.5 i 1‘.5 é 2‘.5 é 3‘.5 ;1 4’.5 5
x1
Figur 3.11 Figuren viser linesar separagon for C lik 5, av egenskapsvektorer med forskjellig

klasse. Kryss markerer positiv klasse og prikk markerer negativ klasse. Firkant
markerer at vektoren er en stettevektor.
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Figur 3.12  Figuren viser linesa separasion for C lik 0.5, av egenskapsvektorer med

forskjellig klasse. Kryss markerer positiv klasse og prikk markerer negativ klasse.
Firkant markerer at vektoren er en stattevektor.

Det fremgar av figur 3.11 og 3.12 at klassifikatoren blir mindre falsom for steypunktet i
(2.0,3.0) nér C reduseres fra5 til 0,5. Dette er intuitivt fordi elementer som ligger pa“gal” side
av marginen teller mindre ndr vekten C, reduseres.

3.4.2 Ulinesa separagon av lineaat separabelt tilfelle

Nar ulinesare kjerner benyttes, vil ikke hyperplanet tilsvare et plan nar det transformeres ned i
vektorrommet til inngangsvektorene. Det kan likevel vagre interssant & se om linesar separasion
og ulinesa separasion altid gir svaat ulikt resultat for det lineaat separable tilfellet. Det benyttes
en ulinesg polynomisk kjerne av 2. grad for den ulinesae separasjonen. Kjernen er gitt ved:

K(x,y) =(xxy+1)9  grad = 2. (3.46)

Koordinatene for punktene og tilharende verdier for a er gitt i tabell 3.5.

Kasse | 1 1 1 1 1 ] K] K] K] ] ] ]
X1 15 | 25 | 10 | 25 | 15 | 35 | 40 | 30 | 35 | 45 | 30 | 20
Xo 15 | 20 | 25 | 30 | 35 | 30 | 40 | 45 | 50 | 50 | 60 | 60

al=s | 0 0 25 0 22 0 0 0 0 o | 033

linesr

a,C=05] 0 0o |37e2| 0 |35E2| O 0 0 0 0 |20E3

ulinesa

Tabell 3.5  Koordinater for egenskapsvektorer med tilharende klassifisering og alfa-verdier
for Clik 5. Tabellen gjelder for lineaa separagon og ulineaa separasjon.
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Figur 3.13 Figuren viser linesa og ulineaa separason for C lik 0.5, av egenskapsvektorer

med forskjellig klasse. Kryss markerer positiv klasse og prikk markerer negativ
klasse. Firkant markerer at vektoren er en stettevektor.

Det fremgar av figur 3.13 at ulinesa og lineaa separasjon for dette tilfellet, gir omtrent samme
resultat i det avbildede omradet.
3.4.3 Ulineaa separagon av lineaat ikke-separabelt tilfelle

N&r ulinesare polynomiske kjerner benyttes, kan det vaare interessant & se hva som skjer nér
graden gkes. Det benyttes polynomiske kjerner av 2. og 6. grad og data er gitt i tabell 3.6.

klasse 1 1 1 1 1 -1 -1 -1 -1 -1 -1 -1
X1 15 2,5 1,0 2,5 15 2,5 35 35 35 25 2,5 15
X2 15 2,0 2,5 30 35 1,0 15 25 35 4,0 50 45

a,C=5 0 0,54 0 1,6 0,32 1,2 0 0 0 13 0 0

grad=2

a,C:_S 1,0E5 | 2,0E-5 0 0 3,0E-6 | 3,1E-5 0 0 00 |1,0E-2 0 0

grad=6

Tabell 3.6 Koordinater for egenskapsvektorer med tilharende klassifisering og alfa-verdier
for Clik 5. Tabellen gjelder for ulinesar separasion med 2. og 6. grads polynomisk
kjerne.
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6]
T

Polynomisk .
grad lik 2 *

X2

x1

Figur 3.14 Figuren viser ulinesa separagion for C lik 5, av egenskapsvektorer med forskjellig
klasse. Kryss markerer positiv klasse og prikk markerer negativ klasse. Firkant
markerer at vektoren er en stettevektor. Den polynomiske graden til kjernen er
lik 2.

Som der fremgér av figur 3.14 og 3.15, er det mulig & separere treningsdata som ikke er lineaat
separabel ved & benytte ulineaar separasjon. Som det ogsa fremgar, retter hyperplanet seg ut
umiddelbart etter at det “forlater” punktmengden for figur 3.15. En linje separerer klassene best
i dette omrédet. Imidlertid ser det ut til at dette har sin pris, ettersom separasjonen i omradet der
punktmengden befinner seg, ikke ser ut til & bli bedre nar den polynomiske graden akes.
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Polynomisk
4+ gradlik 6

X2

Figur 3.15 Figuren viser ulinesa separagion for C lik 5, av egenskapsvektorer med forskjellig
klasse. Kryss markerer positiv klasse og prikk markerer negativ klasse. Firkant
markerer at vektoren er en stettevektor. Den polynomiske graden til kjernen er lik
6.

344  Ulineaa separasion med kjerne av for lav kapasitet

Det er ikke alltid det er mulig a utfare en separasjon fordi settet av mulige funksjoner har for
liten kapasitet. Falgende polynomiske kjerne kan bare implementere grenseflater i et to-
dimengjonalt inngangsvektorrom som har kjeglesnitt-form:

K(Xi’Xj):(Xi xxj)z (3.47)
En mulig transformasjon F, er gitt ved ligning (3.30):

u
é a
F(X) = &/2%.%, ;- (3.48)
a
u

Dersom denne settes inn for kjernen i klassifikator-funkgonen f(x) (3.28), vil dette gi et
polynom som har grad lik to. Derfor er det kun mulig &implementere kjeglesnitt med denne
kjernen. Det settet av klassifikator-funksjoner som er mulig &implementere med denne kjernen,
har ikke stor nok kapasitet til & separere datasettet gitt i tabell 3.7.
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kKlasse| 1 1 1 1 1 1 1 1 1 1 1 1
X1 2,5 30 35 | 40 | 45 30 | 35 | 40 | 30 35 | 40 3,0
X2 55 55 55 55 55 | 40 | 40 | 40 | 35 35 35 30
3C=5 | g 0 0 [20E4| O |17E4| O |20E4| O 0 0 0
grad=6

a,C=5

grad=2 5 0 0 0 2,7 5 0,19 5 5 5 5 5
klasse| -1 -1 -1 -1 -1 -1 -1 -1 -1 -1 -1 -1
X1 35 | 40 2,5 30 | 35 | 40 | 45 2,0 2,0 2,0 5,0 5,0
Xo 30 | 30 | 45 | 45 | 45 | 45 | 45 | 40 | 35 30 | 40 35
3C=51 o |20E4| 0 |30E4|12E4| O 0 0 |10E4| 0 |10E4| O
grad=6

a,C=5

grad=2 5 5 5 5 5 5 5 2,9 0 0 38 0
klasse| -1 -1 -1 -1 -1 -1

X1 5,0 2,5 30 | 35 | 40 | 45

Xo 30 2,5 2,5 2,5 2,5 2,5

a,C=5 :

orad=6 0 0 |70E4| O 0 0

a,C=5

grad=2 0 45 5 5 1,7 0

Tabell 3.7  Koordinater for egenskapsvektorer med tilharende klassifisering og alfa-verdier

Det gar fram av figur 3.16 og 3.17 at det ikke fins et kjeglesnitt som kan separere de to
punktmengdene, men en kjerne av polynomisk 6. grad klarer det fint. Arsaken til at den
separerende flaten synes & mangle symmetri, kan skyldes for darlig numerisk representasjon.

for Clik 5. Tabellen gjelder for ulinesar separasion med 2. og 6. grads polynomisk
kjerne.
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x1

Figur 3.16  Figuren viser ulineaa separason for C lik 5, av egenskapsvektorer med forskjellig
klasse. Kryss markerer positiv klasse og prikk markerer negativ klasse. Firkant
markerer at vektoren er en stettevektor. Den polynomiske graden til kjernen er lik
2.

x1

Figur 3.17 Figuren viser ulinesg separagion for C lik 5, av egenskapsvektorer med forskjellig
klasse. Kryss markerer positiv klasse og prikk markerer negativ klasse. Firkant
markerer at vektoren er en stettevektor. Den polynomiske graden til kjernen er lik
6.
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4 C4.5-ALGORITMEN

4.1 Introdukson

CA4.5 er en maskinlagingsalgoritme som harer til under klassen besutningstraa. Algoritmen er
forfattet av J. Ross Quinlan og er en viderefering av ID3 av samme forfatter.

Beslutningstreet genereres ved hjelp av et sett treningsdata som bestar av inngangsvektorer med
tilhgrende klassifisering. Treet bestar av noder som representerer egenskapene som er nedfelt i
treningsdatasettet. For & konfigurere treet benyttes teori frainformasjonsvitenskapen. Etter at
treet er generert, forenkles det for abli kvitt grener som ikke bidrar positivt. Til dette benyttes en
heuristisk algoritme. Treet gir statistisk informasjon. Det er derfor mulig & vurdere hvor godt
beslutningsgrunnlaget er. Det genererte treet kan benyttes direkte til klassifisering av
inngangsvektorer av ukjent klasse. C4.5 genererer ogsa produksjonsregler i form av “if-then-
else”-setninger og foretar forenklinger av disse. Dette er hensiktsmessig i den grad det kan bidra
til at et menneske far en dypere forstaelse av hva som skjuler seg i datamaterialet. Stoffet som
danner grunnlaget for teksten som felger i dette kapittelet er funnet i (2).

4.2 Strukturen til treningsdatasettet

Konstruksjon av et beslutningstre er basert pa ett sett av inngangsdata. Dette settet bestar av en
samling inngangsvektorer med tilhgrende klassifisering. Inngangsvektorene er bygd opp av attri-
butter og hver enkel attributt har sin egen mengde av lovlige verdier (kategorier).

K lassifiseringsvariabelen til en vektor har ogsa sinmengde av lovlige verdier. For dillustrere
dette gis falgende “ egenproduserte* eksempel som undertegnede har valgt 8 kalle Darvaktens
dilemma.

gruppe- alder aI kohol- ?Sta“e klagr dag velkommen
tilherighet pévirkning | | FLRS
fremmatt
B-gjengen <16 ikke <2 Dongeri Mandag- Ja
synlig Torsdag
Pusur-klubben | 16<=x<18 | lett synlig | 2<=x<=4 Bikini Fredag- Nei
Lerdag
Kvinnegruppa >=18 svaat >4 Dress Sandag Senere
OTTAR synlig
Modellklubben Kjole
Emanuelle
Andre Annet

Tabell 4.1  Tabellen viser datastrukturen til eksempel et

Darvakter er som kjent nadt til & avgjare hvilke gjester som er velkommen og kan slippesinn og
hvem som ikke er velkommen. | tabell 4.1 gverste rad pa venstre side av dobbeltlinjen er
attributtene listet opp, og i kolonnen under hver attributt er de tilhgrende lovlige verdiene listet
opp. Klassevariabelen er gverst i hgyre hjgrnei tabellen og i kolonnen under er de tilhgrende
lovlige verdiene listet opp.
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Tre mulige inngangsvektorer (egenskapsvektorer) med tilhgrende klassifisering er gitt i tabell
4.2 for dillustrere betydningen av datastrukturen i tabell 4.1.

gruppe- alder alkohol- antall Kleg dag velkommen
. . o . . ruppe-
tilharighet pévirkning | 3=
fremmett
B-gjengen 16<=x< | lett synlig <2 Dongeri Fredag- Senere
18 Lerdag
Pusur-klubben | >=18 sveat >4 Bikini Sandag Nei
synlig
Modellklubben | <16 lett synlig <2 Annet Fredag- Nei
Emanuelle Lerdag

Tabell 4.2  Tabellen viser tre mulige inngangsvektorer med tilherende klassifisering.

4.3 Konstrukgon av beslutningstraer

Et beslutningstre konstrueres i C4.5 ved a evaluere informasjonsverdien for hver attributt og
splitte treet pa den mest informative attributten over attributtens lovlige verdier. For dillustrere
dette viderefares eksempelet Darvaktens dilemma. Figur 4.1 viser en del av et mulig
beslutningstre.

16<=x<I18

ikke- lett svart kKke- lett svert
synlig synlig synlig | |synlig synlig synlig
\

\

\ \ \

\
@vnode \ . Fvnodd

Nei Nei

N~
///\\\\ //\\\\
7’ s N

\ \

Gruppetilherighet
A

Figur 4.1 Figuren viser en del av et mulig beslutningstre for eksempelet Darvaktens
dilemma.
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Gitt en inngangsvektor uten klassifisering:

gruppe- alder alkohol- antall Klegr dag
tilharighet pavirkning i
fremmett
Modellklubben <16 lett synlig <2 Annet Fredag-
Emanuelle Lardag

Tabell 4.3  Tabellen viser en inngangsvektor uten klassifisering.

Dersom inngangsvektoren skal klassifiseres, undersgkes farst roten av treet. Roten er i dette
tilfellet attributten alder. Siden alder er lik “<16” for “datasampelet” undersgkes noden under
testen for “<16”. Dette er en |gvnode og klassen er lik “Nei”. Konklugon: Modellen slipper ikke
inn.

43.1 Gain-kriteriet

For a evaluere informasjonsverdien til en attributt kan gain-kriteriet benyttes. Dette er basert pa
falgende lov innen informasjonsteorien: Informasjonsverdien til en melding avhenger av

meldingens forekomstsannsynlighet og kan malesi bit gitt av den negative toer-logaritmen til
forekomstsannsynligheten.

F.eks vil meldingene A,B,C og D med forekomstsannsynlighetene 1/8, 1/8, 2/8 og 4/8, hainfor-
masjonsverdiene 3,3,2 og 1 bit. Dersom melding A har sannsynlighet lik 1, vil
informasjonsverdien vage lik null. Dette er handgripelig, fordi dersom det er kjent at den samme
meldingen forekommer hele tiden, har denne meldingen ingen informasjonsverdi. Overfert til
treningsdatasamlingen, vil attributtene og klassen til “samplene” representere meldinger. S
representerer treningsdatasamlingen og info(S) representerer informasjonverdien dersom kun
klassen tasi betraktning. Sannsynligheten til en klasse C; er gitt ved:

freq(C.,S _ _ |
eq|(sj|)’ der freq(C;,S) er hyppigheten av C; i Sog | er antall elementer i S

Av det foregdende falger det at informasjonsverdien er gitt ved:

req(C;,S) ¢
informasionsverdi = - Iogzgieql(s‘l)gbit. (4.1)
2

For afinne den gjennomsnittlige informasjonen for alle klassene, summeres produktene av
klassenes informasjonsverdier og tilhgrende forekomstsannsynligheter. info(S) er da gitt ved:

& C.,96 C..S
infO(S):-aaéM%O adreq( j )9

4.2)
;g . =
A6 s 2% 5]

Né&r Ssplittes pa en attributt, blir Sdelt opp i nye datasamlinger S der el ementene har felles
attributtverdi. Ved a splitte Spa en attributt kan informasjonsverdien reduseres eller forbli den
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samme. Dersom den reduserestil null, betyr det at dataelementene som hearer til under hver
attributtverdi, har samme klasse. Dette er optimalt. Dersom datael ementene som herer til under
hver attributtverdi, har klasseverdier som er fordelt pA samme mate somi S, vil
informasjonsverdien bli uendret. Ved a splitte S pa denne attributten foregar det altsdingen
utkrystallisering av de forskjellige klassene. Informasjonsverdien ved a splitte S pa attributt X
kallesinfox(S). Informasjonsgevinsten ved splittingen kalles gain og er gitt ved:

gain(X) =info(S) - info, (S) (4.3)
infox er definert som den gjennomsnittlige informasjonsverdien til S og er gitt ved:
info, (S) =g lli III (4.4)

i=1

Den attributten som har starst gain velges. Treet splittes kun én gang pa hver attributt i hver
gren av treet.

Med utgangspunkt i Dervaktens dilemma skal gain for attributten alder beregnes. Det fins 100
treningstilfeller med nadvendige data gitt av tabell 4.4.

alder ISi| antall av antall av antall av klassen
klassen klassen Senere
Ja Nei
16<=x<18 30 10 20 0
>=18 60 50 5 5
<16 10 0 10 0

Tabell 4.4  Tabellen viser frekvensdata for attributten alder i eksempelet.

Farst beregnesinfo(S). Fratabellen gar det fram at det totale antallet tilfeller av klasse lik “Ja” er
60, tilfeller av klasse lik “Nei” er 35 og tilfeller av klasse lik “Senere” er 5. info(S) er da gitt
ved:

60 ologzae60 0 &35 olog ge35 0 &5 Olog geig—ngblt
2100 g el00g é&100g elOO g el00g elOO

S representerer treningstilfellene som har attributtverdien “ 16<=x<18", S representerer
treningstilfellene som har attributtverdien “>=18" og S; representerer treningstilfellene som har
attributtverdien “<16”. Dette gir:

39100 g, 200 8209, 00 4 ganit
e30z é30g &30g

8800, 2800 g5, 59 250 ngQ:oszbut

info
(S2) = - € e0219928 0 $a02 %9560 S604 2286




info(S,) = - aéOologzgéOo_ Obit
Og
info (S)—ﬂ 0,92 + €0 . 082+£ 0=0,77bit
100 100 100

gain(X) =119- 0,77 = 0,42

432 Kiriteriet gainratio

Gain-kriteriet har én svakhet: Kriteriet har sterk preferanse for attributter med mange
attributtverdier. Dersom f.eks attributtverdiene til attributten klaa, i eksempelet Darvaktens
dilemma, hadde inkludert alle de forskjellige pakledningene og klaa var den aktuelle
splittattributten, ville |S| (antall personer med samme bekledning i) muligens blitt lik én og infox
blitt lik null. Dette betyr at gain blir maksimal. Fornuftsmessig er det ikke lurt dinkludere alle
de forskjellige pakledningene, men det kan likevel vagre tilfeller der det er naturlig at det er store
forskjeller i antall attributtverdier under hver attributt.

| stedet for gain-kriteriet benyttes gain ratio-kriteriet i C4.5. Gain ratio-kriteriet normaliserer
gain med informasjonsverdien i & splitte opp S. Denne informasjonsverdien kalles split info(X)
0g er gitt ved:

splitinfo(X) =- én(?S' §¢S| (4.5)
=elSlg e| |

Gainratio er dagitt ved:

gainratio( X) = gain(X)/splitinfo( X) (4.6)

| viderefaringen av eksempelet Darvaktens dilemma, tilsvarer dette:

200 6 2609 806y 806 0 g 06y o0y

litinfo(X) = - ¢.+lo =- o -
SPlItINfo(X) =~ ¢ 0059281004 $1005 2281005 $1004 9251005

gainratio(X) =0,42/1,30=0,32

Kriteriet kan imidlertid vaare ustabilt og misvisende for smaverdier av split info (X). Dette | @ses
ved & kun velge blant de attributtene som har over gjennomsnittlig gain.

4.3.3  Ukjente attributtverdier

Dersom noe av informasjonen i inngangsvektoren er ukjent, er det to muligheter i opptreningsfa-
sen: Enten aforkaste vektoren eller a forsgke a utnytte den informasjonen vektoren inneholder.
Dersom treningsdatasettet er relativt lite i forhold til antall attributtverdier og antall
klasseverdier eller det er mange attributtverdier som mangler totalt, er det mye avinne paa
utnytte informasjonen som ligger i glisne inngangsvektorer. Dessuten, hvis en mengde av
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inngangsvektorene som skal klassifiseres mangler enkelte attributtverdier, er det viktig at

algoritmen takler dette pa en god mate.

Hvordan takler sa C4.5 glisne inngangsvektorer?

Videre benyttes eksempelet “ Darvaktens dilemma’ for dillustrere dette. Antaat i 10 av 100
tilfeller er ikke darvakten i stand til & aldersbestemme gjesten i henhold til de gitte kategoriene,
pga. mistanke om at vedkommende har falsk 1D eller lyver om alder.

Aktuelle datafor de komplette tilfellene er gitt i tabell 4.5.

alder ISi| antall av antall av antall av klassen
klassen klassen Senere
Ja Nei
16<=x<18 25 10 15 0
>=18 60 50 5 5
<16 5 0 5 0

Tabell 4.5  Tabelen viser frekvensdata for attributten alder i eksempelet. Kun de 90
dataelementene der alder er kjent er oppgitt.

Pa bakgrunn av de 90 tilfellene beregnesinfo(S) og infox(S) pa samme méte som i det
foregdende. S representerer samlingen av de komplette tilfellene. Dette gir:

info(S) =14

infox(S) = 0,81

Gain beregnes ved & summere to produkter. Det farste produktet er prosentandelen for
komplette tilfeller mht. attributten alder, multiplisert med gain for komplettetilfeller. Det andre
produktet er prosentandelen for inkompil ette tilfeller multiplisert med gain for inkomplette
tilfeller. Siden gain for inkomplette tilfeller ikke har informasjonsverdi for denne attributten, ma
verdien vage lik null, dlik at gain er gitt ved:

gain = (prosentandel komplette tilfeller mhp. aktuell attributt) * (info(S) -info, (S)) (4.7)

| eksempelet er gain gitt ved:
gain =90/100" (1,14-081) = 0,29hit
Beregningsmetodikken for split info (X) maimidlertid ogsa modifiseres siden samlingen av

inkomplette tilfeller representerer en ny kategori (representert ved siste ledd i neste ligning) som
kommer i tillegg til attributtens kategorier . Ligning (4.5) gir:
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. 60 ¢ 60 6 a25 0 225 o
litinfo(X) =- o - c—3o b
Splitinfo(X) =- ¢ 00729281005 $1005 281004

25 t_‘)l 250 00, a1006_ .
——+log,¢ - ¢ _+log,¢_+=149it
el00 g el00g el100g el00 g

gainratio er i henhold til ligning (4.6) gitt ved:

gainratio(X) =0,29/1,49 =0,19

Nar Ssplittes pa en attributt blir Sdelt opp i nye datasamlinger S der elementene har felles attri-
buttverdi. De tilfellene som mangler den aktuelle attributten overferestil alle de nye
forgreningene og gis en vekt som representerer sannsynligheten for riktig kategori. |
utgangspunktet har alle treningstilfeller vekt lik 1. Tilfellene med komplett informasjon har vekt
lik 1 hele tiden. For hver gang treningsdatasamlingen splittes, vil vekten i treningstilfeller der
den aktuelle attributten fins, bli uforandret. Nar et treningstilfelle mangler splittattributten, vil
den nye vekten beregnes ved & multiplisere den gamle vekten med prosentandelen av kjente
treningstilfeller som tilharer den aktuelle kategorien. Dette illustreresi den felgende utvidelsen
av eksempelet Darvaktens dilemma:

Det antas at darvakten ikke er istand til & aldersbestemme 10 av de 100 gjestene pga. mistanke
om falsk ID og/eller lagn, og at aktuell kjent data er gitt av tabell 4.6.

ader S|
16<=x<18 25
>=18 60
<16 5

Tabell 4.6  Tabellen viser utdrag av aktuelle data fra tabell 4.5.

De 10 tilfellene der alder er ukjent vil bli inkludert i de tre datasamlingene som dannes nar de
treningstilfellene der attributten er kjent splittes. Med utgangspunkt i beslutningstreet i figur 4.1,
er sterrelsen pa treningsdatasamlingen som havner pa noden “alkohol pavirkning” og
tilfredstiller testen “ 16<=x<18" lik 35 (25 dataelementer med komplett informasjon pluss 10
dataelementer med inkomplett informasjon).

Far denne splittingen var det 90 kjentetilfeller, og 25 av dem herer til kategorien “ 16<=x<18".
Vekten til de treningstilfellene der splitt-attributten er ukjent, er derfor gitt ved:

ny vekt = gammel_vekt x5/90 = 0.8, der gammel_vekt i dette tilfellet var lik 1. Dersom alle
vekter summeres, vil summen vage konstant hele tiden. De samme modifiserte formlene som
ble presentert i det foregadende kan né benyttes, men med den semantiske endringen at |S| eller
|[§ representerer summen av vektene, og ikke antall treningselementer i en samling.

Dersom et testtilfelle skal klassifiseres og enkelte attributtverdier mangler, gjennomfares
klassifiseringen ved a felge de forskjellige mulige grenenei treet frarot til Igvnoder, og deretter
kan sannsynligheten for tilherighet i de forskjellige klassene beregnes.
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Gruppetilhorighet

Kvinnegruppa Modell-klubben
Ottar | Pusur- klubben ‘ B-gjengen ‘ Andre Emanuelle

L;avnode Lgvnode Lovnode Lesvnode Lﬂvnode
Ne1 Ne1 Senere J a Ja

N=5, J=1, S=0 N=4.3,J=0,S=0 N=1,J=2.1,S=9 N=3.3,J=20,S=3 N=2,J=6, S=1

Figur 4.2 Figuren viser en del av et mulig beslutningstre for eksempelet “ Darvaktens
dilemma” . “ N=5" betyr at 5 dataelementer fra treningsdatabasen havnet pa
denne noden og var klassifisert som*“ Nel” . “J” representerer klassen “ Ja” og
“S’ klassen “ Senere’

Nar et testtilfelle ender opp pa noden Gruppetilhgrighet pa siste figur, og attributtverdien er
ukjent, dvs. dervakten klarer ikke bestemme vedkommendes “ Gruppetilherighet”, kan likevel
dervakten (med litt kveldsundervisning) beregne sannsynligheten for om gjesten er velkommen
nd, senere eller ikke i det hele tatt. Summerer farst treningstilfellene for hver klasse-kategori:

[Nel| = 5+4,3+1+3,3+2 =15,6
[Ja| =1+0+2,1+20+6 = 29,1
|[Senerel= 9+3+1 =13

= |Nei|+|Jal+|Senere| = 57,7
Sannsynlighet for kategori:
-Nei: 15,6/Sum = 0,27
-Ja: 29,1/Sum = 0,50
-Senere: 13/Sum = 0,22.

Siden sannsynligheten for “Ja” er sterst, konkluderer dgrvakten med at det er best & slippe
vedkommede inn, selv om han ikke kjenner “Gruppetilhgrighet” i dette tilfellet. | C4.5 lagres
kun antall treningstilfeller og antall feilklassifiseringer pa hver lavnode. Dersom det er kun to
klasser er det mulig & beregne sannsynlighetene pa samme mate som i det foregaende, men
dersom det er flere enn to klasser ma antallet treningstilfeller av alle klasser som havner paen
l@vnode lagres som i eksempelet.
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4.4 Forenkling av treer

44.1 Motivagon for forenkling av tragr

Genererte trag kan bli store uten at de ngdvendigvis inneholder s mye informasjon. Et forenklet
tre kan faktisk gi bedre resultater for testdata. Dette kan illustreres ved et eksempel: Dersom
man tar utgangspunkt i et datasett klassifisert etter to kategorier: “Ja’ og “Nei” med henholdsvis
(p-1=0.25) 25% og (p=0.75) 75% fordelt pa hver kategori. Antall attributter er f.eks. 20 og
antall datasampler er rikelig. Anta at det ikke er noen sasmmenheng mellom attributtene og
klassene. Denne antakelsen betyr at attributtene ikke har noen informasjonsverdi.
Sannsynligheten for at et uklassifisert sampel bli klassifisert av beslutningstreet som “Ja’ vil
vage 25% og som “Nei” 75%. (Vel, dette er ikke helt riktig. Det forutsetter at det er ikke er
inkonsistent data, dvs. at “sampler” med like attributtverdier ikke er klassifisert forskjellig.
Imidlertid benytter jeg denne naive forutsetningen for dillustrere poenget.) S3, hvaer da
sannsynligheten for feilklassifisering?

Det er to muligheter for feilklassifisering: Enten er “sampelet” av klassen “Ja’ med 25%
sannsynlighet og blir klassifisert som “Nei” med 75% sannsynlighet eller s er klassen “Nei”
med 75% sannsynlighet og blir klassifisert som “Ja’ med 25% sannsynlighet. Sannsynligheten
for feil blir i begge tilfeller lik: p(p-1). Og falgelig blir den totale sannsynligheten for feil lik:
2p(p-1). Med tallene i eksempelet blir dette 37.5% sannsynlighet for feil. Dersom treet forenkles
dik at det bare inneholder en node og denne er av klasse “Nel” vil sannsynligheten for fell vaae
25%. Dvs. at det enkle treet med kun en node gir best resultat i dette tilfellet.

442 Metodefor forenkling av trear

| C4.5 er det valgt & generere beslutningstreet farst og a forenkle det etterpa. Etter at treet er
generert vil det vaae kjent hvor stor mengde av treningsdata som har funnet veien til hver
Iavnode og hvor stor mengde som er feilklassifisert. Hvis det forventede antall et
feilklassifiseringer for en forgrening i et tre hadde veat kjent, ville det naturlige vaare & erstatte
forgreningen med en enkelt node hvis det forventede antallet av feilklassifiseringer ble redusert.
Dvs. at dersom sannsynlighetsfordelingen under hver node hadde vaat kjent hadde det vaat
uproblematisk a suksessivt forenkle treet fralgvnodene og opp mot roten av treet. Det ligger i
sakens natur at slik informasjon er vanskelig tilgjengelig. Noe heuristisk | gses dette ved & anta at
antallet datasampler (N) og misklassifiseringer (E) under hver node inngér i en binomisk
fordeling.

For aillustrere binomiske fordelinger benyttes ofte et eksempel med atrekke kuler fraen urne.
Det er to typer kuler, f.eks. svart og hvit kule. Sannsynligheten for &trekke en svart kule er p og
falgelig er sannsynligheten for a trekke en hvit kule g=1-p. Det trekkes et antall n, kuler med
tilbakelegging, og det er uten betydning hvilken rekkefalge kulene trekkes i. Sannsynligheten
for atrekke x svarte kuler er da gitt ved:

F(x) = g:%qu”'x (4.8)

Hvordan kan en binomisk fordeling settesi sammenheng med fordelingene omtalt over? Farst
og fremst er det i mangel pa bedre viten at en dik fordeling benyttes. For a sette det i
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sammenheng antas at av N treningstilfeller observeres E misklassifiseringer. Analogt, av n
trukne kuler trekkes b svarte. Da kan det sies at nar et testdatasett klassifiseres vil det analoge
vage atrekke n nye kuler. Men da ma datamengden som havner pa denne noden vaae like stor
som under genereringen av treet. | dette tilfellet vil antakelsen om tilbakelegging gjelde som for
kuleeksempelet. | likhet med i kuleeksempelet er det likegyldig i hvilken rekkefalge de enkelte
misklassifiseringer ankommer noden. Naamere en begrunnelse for analogien er det vanskelig a
komme.

Som verdi for forventet antall feil er det egentlig p i kuleanalogien som er interessant. For faen
viss robusthet i heuristikken beregnes et gvre konfidensband for E med konfidensniva 25%.
Konfidensbandet er implisitt gitt ved:

X a0

Q%:ég xqm (4.9)
0

=P q
Xg

| ligningen settes N inn for n, og E inn for x.
Konfidensbandet er gitt av pi siste ligning og vil bli referert til som Uosg.

Det gvre konfidensband for E beregnes for alle lgvnodene. Videre sammenliknes summen av
disse med det tilsvarende konfidensbandet til modernoden. K onfidensbandet til modernoden
beregnes ved & velge den mest forekommende klassen under noden som nodens klassifisering.
Da regnes de treningstilfellene som tilherer andre klasser, som gjennomlgper noden, som feil.
Daer N og E for noden kjent og det gvre konfidensbandet til E kan beregnes pa samme méaten
som for Igvnodene. Dersom det avre konfidensbandet til E er mindre for modernoden enn
summen av konfidensbandene for levnodene, indikerer dette at |avnodene bar forenkles bort.

Etter dette kriteriet forenkles treet inntil ingen flere forenklinger er aktuelle & utfere. Det er
viktig A vaze klar over at det er bare aktuelt & erstatte barnatil en attributtnode med en lgvnode
nar ale disse er lgvnoder.

4.5 Regler

Selv etter at et beslutningstre er forenklet, kan det vaae stort, uoversiktlig og inneholde
irrelevante kriterier. Dersom noe av hensikten er & gi mennesker mereinnsikt i en
beslutningsprosess, er det bedre & generere et sett med forenklede regler. Regler genereres fra
det uforenklede treet ved & starte fra roten og felge grenene il lgvnodene. Hver dlik sti er unik,
og representerer en regel. F.eks er en bestemt sti i figur 4.1 gitt ved falgende regel:

if
alder = "16<=x<18"

alkoholpavirkning = “svaat synlig”
then klasse = “Nei”

Det er en implisitt konjunkgon mellom de to testene i regelen.
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Treet kan erstattes med et sett av slike regler. Et sikt sett med regler representerer imidlertid
ikke noe mer forstaelig for et menneske enn det opprinnelige treet gjer. Pa liknende mate som
for treet, forenkles regel settet. Ved a gjare denne forenklingen pa en hensiktsmessig méte,
dannes et regel sett som klassifiserer like godt som det forenklede treet og somi tillegg kan gi
forstaelse.

Forenklingsprosessen gjeresi tre steg. Farst fjernes ikke-signifikante tester frareglene. Deretter
grupperes reglene pa de forskjellige klassene og regler som ikke forbedrer klassifiseringen
fjernes. Til slutt ordnes reglenei en optimal rekkef@lge og “default”-klassen (testtilfeller som
ikke dekkes av reglene blir klassifisert som “default”) velges.

451 Ferning av ikke-signifikante tester frareglene

For avurdere om en enkelt test som f.eks alder = " 16<=x<18" bar fjernes fraregelen, ssmmen-
liknes det gvre konfidenshandet pa forventet antall feil (Uasy omtalt i forrige delkapittel) for re-
gelen med og uten testen. Dersom fjerning av en av testene gir en lavere verdi pa
konfidensbandet for forventet antall feil enn tilfellet var far testen ble fjernet, indikerer dette at
testen er kandidat til afjernes. Bare én test fjernes, nemlig den som gir lavest verdi av konfi-
densbandet for forventet antall feil. Deretter genereres nye verdier for konfidensbandene og pro-
sessen gjentaes inntil det ikke oppnas noen lavere verdi av konfidensbandet pa forventet antall
feil ved afjernetester fraregelen.

Fraforrige delkapittel er det gitt en forklaring pa hva konfidensbandet Usso, €r.
Inngangsparametre til U,sy, e N og E. | dette tilfellet er N antall treningstilfeller som
tilfredstiller testenei regelen, og E er antallet av disse som ikke tilharer klassen gitt av regelen.
Generelt blir N og E forskjellig for alle varianter av regelen som dannes nar tester fjernes.

45.2 Ferning av regler

Nar flere regler dannes for samme klasse, er det ofte slik at noen regler inneholder andre regler
innenfor klassen. Daer det hensiktsmessig & fjerne unadvendige regler. Der er ogsa mulig at en-
kelte regler bidrar sAmyetil feilklassifisering at de med fordel kan fjernes. En beskrivelse av
metoden som benyttes for & fjerne uhensiktsmessige regler og den teoretiske bakgrunnen, vil
ikke bli gitt her. Istedet henvises det til (2).

453 Rangering av regler

Nar det endelige settet av regler foreligger, ma disse rangeres. Et testtilfelle kan teste positivt pa
flereregler. Klassifiseringen kan derfor gi forskjellige resultater alt etter hvilke rekkefalge
reglene er rangert i. | C4.5 rangeresreglenei blokker. Hver blokk inneholder reglene for én
klasse. De blokkene som feilaktig tester positivt paflest treningstilfeller rangeres sist, dik at
testtilfeller skal fa mulighet til &teste positivt pa blokker med bedre statistikk. “ Default” -klassen
som benyttes nar testtilfellet ikke tester positivt pa noen av blokkene, velges som den klassen
som ikke dekkes av noen regel og som flest treningstilfeller harer inn under.

454  Windowing

Windowing er en teknikk som anvendesi C4.5. For store datasett kan denne teknikken gjere
algoritmen raskere, men i hovedsak benyttes windowing for & optimalisere treet. C4.5 er en
typisk gradighets-algoritme, og det er ikke garantert at det beste treet genereres.Teknikken gar ut
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paatrekke et subsett av treningstilfellene slik at klassene blir ca. likt fordelt. Subsettet benyttes
for & generere treet. Resten av treningsettet klassifiseres ved hjelp av det genererte treet, og
halvparten av de fellklassifiserte tilfellene inkluderes i subsettet. Denne prosessen fortsetter
inntil det prosentvise antallet av alle treningstilfellene som havner pa en lgvnode med annen
klasse, har konvergert.

Denne teknikken forbedres ved a generere flere tre og utfare den beskrevne prosessen paale,
og deretter velge det beste treet. Dvs. det treet som har det laveste antall treningstilfeller som
havner pa en lavnode med annen klasse.

| denne sammenheng skal det sies, at dersom flere tilfeldige traa genereres, og klassifikatoren
baseres paregler frahvert av treane, gir dette stort sett en bedre klassifikator.

4.6 Kontinuerlige variable

| denne oppgaven ble det skrevet programkode som implementerer noen viktige aspekter ved
C4.5. Blant annet ble det skrevet programkode inspirert av C4.5 som takler kontinuerlige
variable. Denne algoritmen genererer et tre for hver kontinuerlig attributt. Treet genereres etter
samme metode som det som er beskrevet i det foregaende med noen modifikasjoner. Farst
sorteres dletilfellenei samlingen etter stigende verdi for attributtet, s foretas en splitting av
samlingen pa basis av “gain”-kriteriet. Denne rekursjonen fortsetter inntil gain blir lik null eller
at grensen for maksimum antall splittnivaer ndes. En kontinuerlig attributt kan da f.eks bli
splittet opp tre omrader. Grensen for maksimum antall splittnivaer settesi initialiseringen til
modulen. Det genererte treet blir binaat, slik at de tilfellene der den aktuelle kontinuerlige
attributten har en verdi som er mindre enn splittverdien blir overfart til den ene grenen ut fra det
aktuelle knutepunktet og de tilfellene der den aktuelle kontinuerlige attributten har en verdi som
er starre eller lik splittverdien blir overfert til den andre grenen.

Treene benyttes til to formd: De benyttestil & generere tester som legges inn i datastrukturen for
de kontinuerlige attributtene og de benyttestil a preprosessere kontinuerlige inngangsvariable.
Med a generere tester menes f.eks a splitte tallomradet til en kontinuerlig attributt opp i
omradene x<=10, 10<x<=100 og x>=100. Med preprosessering av kontinuerlige
inngangsvariable menes f.eks a gi de kontinuerlige verdiene 10,1 og 15,2 for en kontinuerlig
attributt i datasamlingen som skal klassifiseres, verdien 10<x<=100.

Grensen for maksimum antall splittnivaer er helt essensiell for evnen til & generalisere og ma
derfor settes med omhu. Dersom denne grensen settes for stor, vil det bli generert like mange
tester for hvert attributt som det er tilfeller i data samlingen som benyttesi opplazingsfasen.

4.7 Svakheter ved C4.5

Den sterste svakheten med algoritmen er at den deler opp beslutningsrommet i sdkalte hyperrek-
tangler, og kun det. For aillustrere betydningen av dette viderefgres eksempelet Darvaktens di-
lemma. Det tas det utgangspunkt i to de farste nivaene i bedutningstreet i figur 4.1. Dette danner
grunnlaget for alage en projeksjon av beslutningsrommet ned i planet som pafigur 4.3.



62

alkoholpavirkning
‘ I I /’
Sveert Kkl | kli | klé
M asse — asse — SS€ =
synlig “Nei” bR ! /Nei”
| I,
_____ [— — — — 4 — — — -
| klasse ogsd | klasse ogsd
lett Kkl = avhengi i
. asse | glg | avhengig
synlig “Nei” av andre av andre
| egenskaper | egenskaper
_____ i
| klasse ogsd | klasse ogsa
ikke- klasse = avhengig avhengig
. “Nei | d | d
synlig av andre av andre
| egenskaper | egenskaper
I I p alder
<16 16<=x<18 >=18

Figur 4.3 Figuren viser en projisert flate i beslutningsrommet for eksempelet Darvaktens
dilemma.

Figur 4.3 illustrerer hva som menes med at algoritmen deler opp beslutningsrommet i
hyperrektangler. Oppdelingen av bedutningsflaten i figur 4.3 i rektangler er fornuftig, men det
kan meget godt tenkes at darvakten ikke bare tenker i bokser og ogsa foretar sin vurdering
basert pa den grove diagonale stiplede linjen i boksen oppetil hayrei figuren, dik at personer
som havner over linjeni “Nei” boksen oppei hayre hjgrne ikke slipper inn, mens de som havner
under slipper inn. For arealiserer dette ma kategoriene “>=18" og “svaat synlig” fragmenteres
(f.eks“21>x>=18" og x>=21 og “ganske synlig” og “synlig pa 150m avstand”). Dette kan fare
til mye oppsplitting av treet og behov for mye treningsdata. | tillegg er det stor fare for at
generaliseringsevnen ikke forbedres ved fragmentering.

5 EKSPERIMENTER

Som en del av denne oppgaven er det skrevet programkode i Smalltalk VisualWorks3.0.
Programkoden implementerer prinsipielle sider av C4.5. Med stette fra Matlab, implementerer
programkoden ogsa SVM samt et grensesnitt mot en modul, produsert ved FFI, som
implementerer et nevralt nettverk. De deler av C4.5 som er implementert, er de deler som
omhandler generering, forenkling og utskrift av beslutningstreet og klassifisering av testtilfeller.
| tillegg er det skrevet programkode inspirert av C4.5 som takler kontinuerlige variable.
Modulen som implementerer prinsipielle sider av C4.5, vil bli referert til som B4.5. SVM-
modulen og B4.5 inngdr i en klassifiseringsmodul. | denne modulen inngér ogsa den nevnte
modulen som implementerer et nevralt nettverk med ett skjult lag der tilbakepropagering
benyttes for & justere vektene. | det falgende vil noen eksperimentelle tester av
programmodulene bli presentert. Programmodulene er beskrevet i Appendiks A og koden er gitt
i Appendiks D.
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| det forste forsgket benyttes data hentet fra UCI-databasen (10).

Starrelsen pa datasettet er 1728 tilfeller som dekker attributtrommet fullstendig. Antall
attributter er 6. Datastrukturen er gitt ved:

buying maint doors persons lug_boot safety class
v-high v-high 2 2 small low unacc
high high 3 4 med med acc
med med 4 more big high good
low low more v-good
Tabell 5.1  Datastruktur for Car Evaluation Database

Det finsingen manglende attributter, og klassene er fordelt som i tabell 5.2.

Tabell 5.2

class N N[ %]
unacc 1210 70,02
acc 384 22,22
good 69 3,99
v-good 69 3,76

Fordeling av klassene i Car Evaluation Database

Litt mer informasjon om datasettet er gitt i Appendiks C.2.

511 Bedutningstre generert fra Car Evaluation Database

Ved & benytte programmodulen for B4.5 og hele databasen ble bes utningstreet i Appendiks B

generert. Forenklingsrutinen i B4.5 ga beslutningstreet avtegnet i figur 5.1-3.

Antall forventede feil er 119 som utgjar 6,9% av 1728 som er starrelsen pa datasettet. Med
antall forventede feil menes det antall feil som forekommer ved a benytte det forenklede treet til
a klassifisere treningsdatasettet. | figur 5.1-3 gir parantesen bak hver klassifisering informasjon
paformen (N/E), der N er antall klassifisert pa denne noden og E er andelen som er
fellklassifisert. Det er summen av alle feilklassifiserte som menes med forventet antall feil.

For ateste modulens evne til & generalisere, ble data settet delt i to like store disjunkte sett, tre-
ningssett og testsett, ved tilfeldig trekking. Ved & benytte programmodulen for B4.5 og
treningsettet ble det forenklede beslutningstreet pa figur 5.4 generert.

Forventet antall feil for det forenklede treet er 85 som er 9,8% av treningssettet, men det
forekommer 132 feil for testdatasettet som utgjer 15% av dette. Nar treet ikke forenkles
forekommer det 95 feil for testdatasettet som utgjer 11% av dette.
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safety = low: unacc (576/0)
safety = med
persons = 2: unacc (192/0)
persons = 4
buying = vhigh
maint = vhigh: unacc (12/0)
maint = high: unacc (12/0)
maint = med
lug_boot = small: unacc (4/0)
lug_boot = med: unacc (4/2)
lug_boot = big: acc (4/0)
maint = low
lug_boot = small: unacc (4/0)
lug_boot = med: unacc (4/2)
lug_boot = big: acc (4/0)
buying = high
lug_boot = small: unacc (16/0)
lug_boot = med: unacc (16/6)
lug_boot = big: acc (16/4)
buying = med
maint = vhigh
lug_boot = small: unacc (4/0)
lug_boot = med: unacc (4/2)
lug_boot = big: acc (4/0)
maint = high
lug_boot = small: unacc (4/0)
lug_boot = med: unacc (4/2)
lug_boot = big: acc (4/0)
maint = med: acc (12/0)
maint = low
lug_boot = small: acc (4/0)
lug_boot = med: acc (4/2)
lug_boot = big: good (4/0)
buying = low
maint = vhigh
lug_boot = small: unacc (4/0)
lug_boot = med: unacc (4/2)
lug_boot = big: acc (4/0)
maint = high: acc (12/0)
maint = med
lug_boot = small: acc (4/0)
lug_boot = med: acc (4/2)
lug_boot = big: good (4/0)
maint = low
lug_boot = small: acc (4/0)
lug_boot = med: acc (4/2)
lug_boot = big: good (4/0)

Figur 5.1 Del 1 av 3 av bedlutningstre generert av B4.5 med basisi hele datasettet i Car
Evaluation Database
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persons = more
lug_boot = small: unacc (64/15)
lug_boot = med: acc (64/29)
lug_boot = big
buying = vhigh
maint = vhigh: unacc (4/0)
maint = high: unacc (4/0)
maint = med: acc (4/0)
maint = low: acc (4/0)
buying = high: acc (16/4)
buying = med: acc (16/4)
buying = low
maint = vhigh: acc (4/0)
maint = high: acc (4/0)
maint = med: good (4/0)
maint = low: good (4/0)
safety = high
persons = 2: unacc (192/0)
persons = 4
buying = vhigh
maint = vhigh: unacc (12/0)
maint = high: unacc (12/0)
maint = med: acc (12/0)
maint = low: acc (12/0)
buying = high
maint = vhigh: unacc (12/0)
maint = high: acc (12/0)
maint = med: acc (12/0)
maint = low: acc (12/0)
buying = med
maint = vhigh: acc (12/0)
maint = high: acc (12/0)
maint = med
lug_boot = small: acc (4/0)
lug_boot = med: acc (4/2)
lug_boot = big: vgood (4/0)
maint = low
lug_boot = small: good (4/0)
lug_boot = med: good (4/2)
lug_boot = big: vgood (4/0)

Figur 5.2 Del 2 av 3 av beslutningstre generert av B4.5 med basisi hele datasettet i Car
Evaluation Database



Figur 5.3

66

buying = low
maint = vhigh: acc (12/0)
maint = high
lug_boot = small: acc (4/0)
lug_boot = med: acc (4/2)
lug_boot = big: vgood (4/0)
maint = med
lug_boot = small: good (4/0)
lug_boot = med: good (4/2)
lug_boot = big: vgood (4/0)
maint = low
lug_boot = small: good (4/0)
lug_boot = med: good (4/2)
lug_boot = big: vgood (4/0)
persons = more
buying = vhigh
maint = vhigh: unacc (12/0)
maint = high: unacc (12/0)
maint = med: acc (12/1)
maint = low: acc (12/1)
buying = high
maint = vhigh: unacc (12/0)
maint = high: acc (12/1)
maint = med: acc (12/1)
maint = low: acc (12/1)
buying = med
maint = vhigh: acc (12/1)
maint = high: acc (12/1)
maint = med: vgood (12/5)
maint = low: vgood (12/5)
buying = low
maint = vhigh: acc (12/1)
maint = high: vgood (12/5)
maint = med: vgood (12/5)
maint = low: vgood (12/5)

Del 3 av 3 av beslutningstre generert av B4.5 med basisi hele datasettet i Car
Evaluation Database.
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safety = low: unacc (285/0)
safety = med
persons = 2: unacc (84/0)
persons =4
lug_boot = small: unacc (37/12)
lug_boot = med
doors = 2: unacc (13/5)
doors = 3: unacc (12/3)
doors = 4: acc (9/2)
doors = 5more: acc (10/3)
lug_boot = big: acc (31/7)
persons = more
buying = vhigh: unacc (24/5)
buying = high: unacc (23/8)
buying = med: acc (28/11)
buying = low
maint = vhigh: acc (8/2)
maint = high: acc (5/0)
maint = med: good (6/3)
maint = low: good (8/2)
safety = high
persons = 2: unacc (93/0)
persons = 4
buying = vhigh
maint = vhigh: unacc (10/0)
maint = high: unacc (7/0)
maint = med: acc (7/0)
maint = low: acc (6/0)
buying = high: acc (18/4)
buying = med: acc (24/9)
buying = low
maint = vhigh: acc (9/0)
maint = high: vgood (3/1)
maint = med: vgood (8/3)
maint = low: good (3/1)
persons = more
buying = vhigh
maint = vhigh: unacc (5/0)
maint = high: unacc (6/0)
maint = med: acc (10/0)
maint = low: acc (10/1)
buying = high
maint = vhigh: unacc (7/0)
maint = high: acc (5/0)
maint = med: acc (5/1)
maint = low: acc (4/1)
buying = med
lug_boot = small: unacc (7/3)
lug_boot = med: acc (6/3)
lug_boot = hig
maint = vhigh: acc (2/0)
maint = high: acc (2/0)
maint = med: vgood (1/0)
maint = low: vgood (3/0)
buying = low

Figur 5.4 Forenklet beslutningstre generert av B4.5 med basisi halve datasettet i Car
Evaluation Database.
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Ved & overfare halvparten av treningssettet til testsettet ble det nye treningssettet pa 432
elementer og testsettet pa 1296 elementer. Det forenklede treet ble seende ut som pafigur 5.5.

safety = low: unacc (144/0)
safety = med
persons = 2: unacc (44/0)
persons = 4
lug_boot = small
maint = vhigh: unacc (5/0)
maint = high: unacc (6/0)
maint = med: acc (7/1)
maint = low: unacc (2/1)
lug_boot = med: acc (28/13)
lug_boot = big: acc (18/4)
persons = more
buying = vhigh: unacc (11/2)
buying = high: unacc (12/3)
buying = med
maint = vhigh: acc (3/1)
maint = high: unacc (4/2)
maint = med: acc (2/0)
maint = low: good (5/0)
buying = low: acc (15/6)
safety = high
persons = 2: unacc (41/0)
persons = 4
maint = vhigh: acc (11/3)
maint = high
buying = vhigh: unacc (6/0)
buying = high: acc (3/0)
buying = med: acc (1/0)
buying = low: acc (1/0)
maint = med: acc (10/5)
maint = low: acc (8/1)
persons = more
buying = vhigh
maint = vhigh: unacc (1/0)
maint = high: unacc (4/0)
maint = med: acc (4/0)
maint = low: acc (6/1)
buying = high: acc (10/4)
buying = med: vgood (8/4)
buying = low
maint = vhigh: acc (5/0)
maint = high: vgood (1/0)
maint = med: good (2/1)
maint = low: good (4/2)

Figur 5.5 Forenklet beslutningstre generert av B4.5 med basisi 25% av datasettet i Car
Evaluation Database.

Forventet antall feil for treet er 54 som utgjer 13% av 432 som er starrelsen pa treningssettet.
Det forekommer 244 feil for testdatasettet som utgjer 19% av dette. Nar treet ikke forenkles
forekommer det 186 feil for testdatasettet som utgjer 14% av dette.
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Siden klassene er rangert er det mest fornuftig a vekte feilene somii tabell 5.3.

class unacc acc good v-good
unacc 0 0,33 0,67 1
acc 0,33 0 0,33 0,67
good 0,67 0,33 0 0,33
v-good 1 0,67 0,33 0
Tabell 5.3  Vekting av feilene. Tabellen er symmetrisk. Dersom f.eks klassifiseringen gir

“good” nar den riktige klassen er “ unacc” er den vektede feilen lik 0.67.

Resultatet blir som falger: 102,67 feil som utgjer 7,9% av testsettet for det forenklede treet, og
78,33 feil som utgjer 6,0% av testsettet for det uforenklede treet. Det er kunii tilfellet med 432
elementer i treningsettet at jeg benytter veiing av feilene. Det ser altsa ut til at B4.5 generaliserer
bra. Arsaken til at det forenklede treet viser dérligere resultater enn det uforenklede, er at det er
benyttet et for pessimistisk gvre band pafeil (Ucr, der CF var satt til 25%. Ved aredusere CF
blir det gvre bandet mindre pessimistisk). Det fins ikke inkonsistent data i datasettet og det
forekommer ikke stay (Se appendiks B for uforenklet tre basert pa hele datasettet).

512 SVM anvendt pa Car Evaluation Database

SVM benytter numeriske attributtverdier. Dersom attributtverdiene ikke er numeriske, ma de gis
numeriske verdier. Ordnede ikke-numeriske verdier ber forbli ordnet, fordi det da sannsynligvis
blir lettere & separere klassene. Attributtverdienei eksempelet transformerestil numeriske
verdier som vist i tabell 5.4.

buying maint doors persons lug_boot safety
v-high=>4 |v-high=>4 |2=>1 2=>1 small =>1 low =>1
high => 3 high => 3 3=>2 4=>2 med =>2 med =>2
med =>2 med =>2 4=>3 more =>3 big=>3 high =>3
low =>1 low =>1 5-more =>4

Tabell 5.4  Transformering av attributtverdiene til numeriske verdier.

Det ble benyttet en polynomisk kjerne av 4. grad.

Det ma lagres opp en SVM for hver klasse. Stettevektor maskinen lagres opp til a returnerer en
positiv verdi ndr den klassifiserer en vektor av gnsket klasse og a returnere negative verdier for

ale andre klasser. Nar en vektor klassifiseres, velges den klassen som tilherer den

klassifikatoren som returnerer hayest verdi. | dette tilfellet ma det laares opp fire klassifikatorer.
Ved farst & benytte et treningsett pa 100 elementer og testsettet pa 1628 elementeret, forekom
det 324 feil som utgjorde 22% av testsettet. Dette tilsvarer 143 vektede feil som utgjer 8,8% av

testsettet.

Det var videre intensjonen & benytte treningsettet pa 432 elementer for & sammenlikne med
beslutningstreet. Det oppsto da et problem fordi algoritmen som lgser det kvadratiske
optimaliseringsproblemet i Matlab (Matlab |@ser optimaliseringsproblemet og returnerer
Igsningen til SVM-modulen) ikke greier alase et sa stort problem. Den Hessiske matrisen far
dimensjon 432x432. For a benytte mest mulig av informasjonen i treningssettet pa 432, ble det
faktum at kun stettevektorene er relevante benyttet. Det ble tatt utgangspunkt i et treningssett pa
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144 elementer av de 432. Stettevektorene til de fire klassifikatorene ble beregnet. Klassifisering
av de 288 gjenvaarende elementene ble utfart, og alle elementer som ikke var stettevektorer for
noen av de fire klassifikatorene ble fjernet fra settet. Deretter ble treningsettet inkrementert med
de elementene som ble feilklassifisert inntil feilklassifisering av de gjenvaarende elementene
ikke forekom. Selv om klassifikatoren klassifiserer de 432 elementene uten feil betyr det ikke at
klassifikatoren er optimal mhp. valg av stettevektorer. Denne prosedyren ga en klassifikator som
burde vaere darligere enn dersom hele treningsettet ble benyttet i én kjaring av optimaliseringen.
Imidlertid ble resultatene som falger: Ved et (suboptimalt) utvalg av 185 elementer i
treningsettet pa 432, ble testdatasettet pa 1296 elementer klassifisert med 154 feil tilsvarende
12%. Antall veide feil var 57; tilsvarende 4,4% av testsettet.

5.1.3 Nevralt nettverk anvendt pA Car Evaluation Database

Det nevrale nettverket som ble benyttet hadde kun ett skjult lag, og ble testet med 4 og 8
nevroner i det skjulte laget. Utgangslaget ble konfigurert med 4 nevroner. Kodingen av klassene
pautgangen var enkel: Nettverket ble trent til a returnere 1 pa utgangen som representerte den
aktuelle klassen og null pa de andre utgangene som vist i tabell 5.5.

klasse utgang 1 utgang 2 utgang 3 utgang 4
unacc 1 0 0 0
acc 0 1 0 0
good 0 0 1 0
v-good 0 0 0 1
Tabell 55  Koding av klassene til enskede verdier pa utgangene.

Lagingsraten var konstant lik 0.1 for alle forsgkene med det nevrale nettverket. Det ble benyttet
10000 treningsykler med treningssettet pa 432 elementer. Da opplagingen ble brutt etter 10000
sykler var ikke nettverket i stand til & klassifisere treningsettet 100% riktig. Dette gjaldt for bade
for kjaringen med 8 og 4 nevroner i det skjulte laget. Resultatene av klassifiseringen av testsettet
pa 1296 elementer ble som gitt i tabell 5.6.

antall noder i antall feil prosentvis antall | antall vektedefeil | prosentvis antall
skjult lag fell vektede fell
4 146 11% 56 4,3%
8 116 9,0% 46 3,6%
Tabell 5.6  Fellstatistikk for kjgringene med 4 og 8 nevroner i det skjulte laget.

5.2 Wine Database

| det andre eksempelet er data hentet fra samme database pa internett som for det ferste

eksempelet (10).

Starrelsen pa datasettet er 178 tilfeller. Antall attributter er 13. Alle attributtene har
kontinuerlige verdier. Attributtene er gitt ved:
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Alcohol, Malic acid, Ash, Alcalinity of ash, Magnesium, Total phenols, Flavanoids,
Nonflavanoid phenols, Proanthocyanins, Color intensity, Hue, OD280/OD315 of diluted wines
og Proline.

Klasseneer “17, “2” og “3". Disse er fordelt som falger:

- Klasse 1: 59 e ementer
- Klasse 2; 71 e ementer
- Klasse 3: 48 elementer.

Litt mer informason om datasettet er gitt i Appendiks C.1.

521 Bedutningstre generert fra Wine Database

Rutinenei B4.5 som diskretiserer kontinuerlige variable tillater at tallomradet for hvert attributt
blir diskretisert opptil et bestemt antall omrader. F.eks “x>2,57", “2,47<x<=2.57,
“1,82<x<=2,47" og “x<=1,82. Dette representerer fire omrader som er det maksimale antallet
som er mulig med de parametrene som var gitt for genereringen av treet. Det maksimale antallet
tallomrader som det opprinnelige tallomradet til en attributt diskretiseresi, bestemmer hvor godt
vilkarlige funksjoner kan representeres. Dersom antallet tallomrader blir for stort, blir
generaliseringsevnen darlig. Dette kan imidlertid kompenseres med forenkling av treet. Det er
ikke gitt at forenkling av treet er naturlig i dette tilfellet.

Ved & benytte programmodulen for B4.5 og et tilfeldig valgt treningssett pa 89 elementer av de
178, ble besluttningstreet pafigur 5.6 generert. Forenklingsrutinen i B4.5 gatreet i figur 5.7.

For det ikke-forenklede treet forekommer det 6 feil som utgjer 6,7% av testdatasettet. Nar treet
forenkles forekommer det 12 feil som utgjer 13% av testdatasettet.
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ColorIntensity = x>7.5
0OD280/0D3150fDilutedWines = 1.82<x<=2.47: 3 (1/0)
OD280/0D3150fDilutedWines = 2.47<x<=2.57: 3 (0/0)
OD280/0D3150fDilutedWines = x<=1.82: 3 (11/0)
0OD280/0D3150fDilutedWines = x>2.57: 1 (2/0)
ColorIntensity = 3.4<x<=7.5
0OD280/0D3150fDilutedWines = 1.82<x<=2.47

Hue = 0.78<x<=0.85: 3 (0/0)

Hue=x>1.02: 2 (1/0)

Hue = x<=0.78: 3 (3/0)

Hue = 0.85<x<=1.02: 3 (1/0)
OD280/0OD3150fDilutedWines = 2.47<x<=2.57: 1 (1/0)
0OD280/0D3150fDilutedWines = x<=1.82: 3 (11/0)
OD280/0D3150fDilutedWines = x>2.57

Flavanoids = x>3.69: 2 (1/0)

Flavanoids = 1.09<x<=1.58: 1 (0/0)

Flavanoids = 1.58<x<=3.69

Proline = 750<x<=985: 1 (6/0)

Proline = 510<x<=750
AlcainityOfAsh = x<=17: 1 (1/0)
AlcalinityOfAsh = 17<x<=22.5: 2 (1/0)
AlcalinityOfAsh = 22.5<x<=25: 1 (0/0)
AlcalinityOfAsh = x>25: 1 (0/0)

Proline = x>985: 1 (21/0)

Proline = x<=510: 2 (2/0)

Flavanoids = x<=1.09: 1 (0/0)
ColorIntensity = x<=3.4: 2 (26/0)

Figur 5.6 Bedlutningstre generert av B4.5 med basisi 50% av datasettet i Wine Database.

ColorIntensity = x>7.5: 3 (14/2)
Colorintensity = 3.4<x<=7.5
0OD280/0D3150fDilutedWines = 1.82<x<=2.47: 3 (5/1)
OD280/0D3150fDilutedWines = 2.47<x<=2.57: 1 (1/0)
0OD280/0D3150fDilutedWines = x<=1.82: 3 (11/0)
OD280/0D3150fDilutedWines = x>2.57: 1 (32/4)
Colorintensity = x<=3.4: 2 (26/0)

Figur 5.7 Forenklet beslutningstre generert av B4.5 med basisi 50% av datasettet i Wine
Database.
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Det samme treningsettet pa 89 elementer og testsettet pa 89 ble benyttet som i det foregdende.
Det ble benyttet at utvalg av kjernefunksjoner. Treningssettet ble klassifisert 100% riktig for ale
kjernefunks onene. Resultatene for klassifiseringen av testsettet er summert opp i tabell 5.7.

Polynomisk kjerne 2. | Polynomisk kjerne 4. RBF kjerne
grad grad s=30
Antall feil 11 10 11
Prosentvisfeil 12% 11 % 12%
Tabell 5.7  Feilklassifisering for forskjellige kjerner.

Det var ngdvendig a skalere x-vektorene av numeriske rsaker. Verdien pa C-parameteren var
lik 5 under alle forsgkene.

5.2.3 Nevralt nettverk anvendt pA Wine Database

Det ble testet med 4 og 13 nevroner i det skjulte laget og for 10000 og 20000 treningssykler. Det
er kun kjaringen med 13 nevroner i det skjulte laget og 20000 treningssykler som er fart feilsta-
tistikk pafordi de andre tilfellene ga svaat darlige resultater. Utgangslaget ble konfigurert med 3
nevroner. Kodingen av klassene pa utgangen var enkel: Nettverket ble trent til areturnere 1 pa
utgangen som representerte den aktuelle klassen og null pa de andre utgangene. Tabell 5.8 viser

denne kodingen.

klasse utgang 1 utgang 2 utgang 3
1 1 0 0
2 0 1 0
3 0 0 1
Tabell 5.8  Koding av klassene til gnskede verdier pa utgangene.

Treningssettet var de samme 89 elementene som i det foregaende. Resultatene av
klassifiseringen av testsettet pa 89 elementer ble 6 feil som tilsvarer 6,7% av testsettet.

53 Sammenligning av resultatene

Tabell 5.9 presenterer de beste resultatene for de tre klassifikatorene for eksemplene “Wine Da-
tabase” med testsett og treningssett pa 89 elementer, og Car Evaluation Database med trenings-
sett og testsett pa henholdsvis 432 og 1296 elementer.

B4.5 SVM Nevralt nettverk
Car Evaluation Database 6,0 % 4,4 % 3,6 %
Wine DataBase 6,7 % 11% 6,7 %
Tabell 5.9  Tabellen viser prosent feilklassifisering i forsakene med best resultat.
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6 DISKUSION

6.1 Sammenlikning av sterke og svake sider ved detre klassifikatorene

6.1.1 Evnetil aformidle kunnskap

Egenskapen til & generere regler og formidle kunnskap er en av C4.5 sine sterke sider. Regler
kan tolkes av mennesker dersom de ikke er for komplekse. SVM genererer ikke regler og
formidler bare kunnskap indirekte gjennom resultatene fraklassifisering av datasett. Nevrale
nettverk genererer heller ikke regler men det er mulig a dra ut kunnskap av verdiene pa vektene i
nettverket.

6.1.2 Evnetil alage

Evnen klassifikatorene har til &laare er det i prinsippet ingen begrensning pa SVM,
beslutningstraa og nevrale nettverk kan i prinsippet tilnaame alle funksjoner.

Beslutningstre-algoritmen er garantert a klassifisere treningseksemplene omtrent sa bra som mu-
lig. Treet kan splittes opp helt til kun inkonsistente data eller mangelfulle data forarsaker
feilklassifisering. Imidlertid har C4.5 en konsistent méte a dra nytte av mangelfull datai
motsetning til de to andre klassifikatorene.

Ett problem som gjelder for nevrale nettverk, er at de ved opptrening kan gi klassifikatorer som
verken klassifiserer treningsettet bra eller generaliserer bra pa usette tilfeller.
Tilbakepropageringsalgoritmen sgker lokale optimum, og det er ikke sikkert at den finner noe
optimum innen rimelig tid eller at det lokale optimumet er det samme som det globale. Det er
f.eks mulig at antall noder er for lavt i de skjult lagene, eller at enkelte typer fellklassifisering gir
lokale optimum.

SVM kan laare hvilke funksjoner som helst bare dimensjonen pa Hilbert-rommet gjares stor nok.

Betraktningene over stettes av resultatene i kapittel 5.

6.1.3 Evnetil ageneraisere

Evnen til & generalisere betyr evnen til aklassifisere usettetilfeller.

Beslutningstrag har en svakhet med at beslutningsrommet ma deles opp i n-dimensjonale
rektangler eller sakalte hyperrektangler. Dersom det virkelige beslutningsrommet ikke bestér av
hyperrektangler, vil C4.51 farste fase av lagingsfasen dele opp beslutningsrommet i en
uforholdsmessig stor mengde hyperrektangler. | den andre fasen nér treet forenkles, vil en rekke
av disse hyperrektanglene bli fiernet. Resultatet blir at generaliseringsevnen reduseresi disse
omradene. | omradene som ikke dekkes av tilstrekkelig treningsdata kan generaliseringsevnen
bli veldig darlig. | utgangspunktet blir en lavnode som det ikke havner noen treningstilfeller pai
et tre gitt den mest forekommende klassen i modernoden. Utfra samme resonnement som over,
vil denne generaliseringen miste mye av sin kraft dersom beslutningsrommet i dette omradet
ikke bestar av hyperrektangler.
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SVM implementerer et prinsipp som heter Strukturell risikominimalisering. Det som vil
bestemme generaliseringsevnen til en SVM er verdien pa parameteren C som representerer
vektingen av feilklassifiseringen av treningsdata og dimensjonen pa Hilbert-rommet. Dersom
dimensjonen pa Hilbert-rommet og C velges for hay, vil klassifikatoren kunne klassifisere
stgydatai treningssettet perfekt. Dette vil kunne gdelegge generaliseringsevnen totalt. Derfor
ber dimensjonen pa Hilbert-rommet gjeres for hgy, og C parameteren ber tunes pa bakgrunn av
forsek med klassifisering av testsett.

Noe av det samme problemet eksisterer for nevrale nettverk: Dersom det benyttes for mange
noder i de skjulte lagene, vil nettverket fa kapasitet til & klassifisere staydata dik at
generaiseringsevnen adelegges. | tillegg vil kompleksiteten pa funksjonen utenfor det omradet
som treningspunktene befinner seg i, kunne bli hgy og gi darlig generaliseringsevnei disse
omradene ogsa.

6.1.4 Evnetil atakle mangelfull informasjon

C4.5 er den eneste av de tre klassifiseringsalgoritmene som takler mangelfulle inngangsvektorer
pa en konsistent méte. Dette er en verdifull egenskap siden det ofte er dik at ikke all
informasjon er kjent.

6.2 Betraktninger knyttet til for seskene med Wine Database og Car Evaluation
Database

Som det gar frem av tabell 5.9, sa gir det nevrale nettverket best resultater totalt. B4.5 viser bra
resultater bade for tilfellet med diskrete attributter og for tilfellet med bare kontinuerlige
attributter. Det er jo fint, for den delen av algoritmen som takler kontinuerlige attributter, har
undertegnede laget med inspiragion fra C4.5. SVM viser gode resultater for forsgket med “ Car
Evaluation Database”, men siden optimaliseringsalgoritmen i Matlab ikke var istand til takle
hele treningssettet i det ene forsaket, er det mulig at resultatet kunne vaat bedre. SVM gir ca.
dobbelt s mange feilklassifiseringer som de to andre klassifikatorene som det gar fram av tabell
5.9. Dette er pafallende og undertegnede finner ingen god forklaring.

6.3 Behov for regnekraft

Den minst regnekrevende algoritmen er B4.5 nar det er fa kontinuerlige attributter. Dersom det
er mange kontinuerlige attributter er denne algoritmen ganske regnekrevende. Grunnen til dette
er at tallomradet for hver attributt skal deles opp i omrader. Dette gjares ved a sortere
treningsdatasamlingen i stigende rekkefalge pa den aktuelle kontinuerlige attributten. Deretter
evaueres splitt pa alle verdiene for attributtet i den sorterte treningsdatasamlingen for gain-
kriteriet. S& splittes samlingen pa den verdien som gir sterst gain og rekursjonen fortsetter ned
til et bestemt nivaeller at alle klassene i en datasamling er like. Dette er ganske anal ogt med
hvordan algoritmen fungerer globalt. Det genereres ett tre med tester for hver attributt. Dette er
regnekrevende. Kjgringen som genererte det aktuelle resultatet i tabell 5.9 tok 15 minutter.

Kjeretiden til det nevrale nettverket er avhengig av starrel sen pa nettverket, lagringsraten og
hvor lett det er Atrene med de gitte treningsdata. Kjaringen tok rundt 30 minutter for “ Car
Evaluation Database” og rundt 50 minutter for “Wine Database”. Det hadde sikkert gétt raskere
dersom lagingsraten (denne var 0.1, og ale inngangsvariable var skalert til ca. aligge i omradet
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null til én) hadde vaat hgyere i begynnelsen av kjaringen, for det tok ganske lang tid for
nettverket & oppdage alle klassene.

Kjeretiden for SYM var moderat dvs. ca 3 minutter. Starrelsen pa x-vektoren i
optimaliseringsproblemet var pa det meste rundt 190 elementer og optimaliseringen ble kjart
fire ganger siden det var fire klasser. Dersom problemet skal |zses med dobbelt s mange
elementer i x-vektoren, kan man regne med at kjaretiden ialfall attedobles pga. at
matriseinverson er den tyngste operasonen og er kubisk varierende med dimensjonen mhp.
antall regneoperasjoner.

6.4 Erfaringer fraimplementasonen av klassifiseringsmodulen

Programmeringsspraket Smalltalk som ble benyttet for &implementere klassifiseringsmodulen
hadde jeg ingen erfaringer med far jeg begynte a arbeide med denne oppgaven. Smalltalk er et
rendyrket objektorientert sprak, og siden jeg ikke hadde sa mye programmeringserfaring med
objektorienterte sprak tok det litt tid 8 komme inn i den objektorienterte tankegangen. Imidlertid
viste det seg at det er raskt & generere og “debugge” kode med Smalltalk VisualWorks3.0, nar
man farst begynner & forsta syntaksen og hvordan utviklingsverktgyet fungerer. Arsaken til at
det er raskt & generere kode er fordi linking og kompilering skjer parallelt med at koden skrives.

Det eneste problemet jeg hadde, var & implementere en algoritme for |gsing av kvadratiske opti-
maliseringsproblemer. Det var i utgangspunktet heller darlig stelt med matematiske
programpakker til Smalltalk, men noe hjemmelaget fikk jeg tak i. Til Slutt greide jeg &
programmere en vergion av Projisert Gradient som virket, men det viste seg at for problemer av
den starrelse som er aktuell alase for SVM var dette en alt for ueffektiv agoritme. Det neste
steget var & prave dinkludere programkode skrevet i C eller C++. Dette er ikke rett fram, og jeg
hadde for mangelfull dokumentasjon for hvordan dette gjeres til a vage a bruke veldig myetid
padet. Lasningen jeg etterhvert valgte var a benytte Matlab til alase optimaliseringsproblemet.
Jeg benyttet tekstfiler for & kommunisere med Matlab. Det som jeg da oppdaget, var at
algoritmen i Matlab som lgser kvadratiske optimaliseringsproblemer, ikke takler problemer som
er starre enn at x-vektoren har mer enn ca.180 elementer. Siden jeg alt hadde brukt mye tid pa
dette, ble denne lasningen den endelige. Men det er selvfglgelig mulig & erstatte denne
lgsningen i etterkant. Dette problemet kostet meg én maneds arbeid.

Dersom alle de tre modulene skulle lages fra grunnen av med metodene som er tilgjengelig i
Smalltalk VisualWorks3.0 antar jeg at det ville vaare SVM modulen som ville vaare vanskeligst a
implementere. Dette tror jeg pa bakgrunn av de implementasjoner av lgsning av kvadratiske
optimaliseringsproblem som jeg har kommet over i C-kode. C4.5 er ikke like vanskelig &imple-
mentere men er til gjengjeld mer omfattende. C-koden til C4.5 er gitt i (1) og er paca 100 sider i
A-5 format. Modulen som implementerer det nevrale nettverket med ett skjult lag har jeg ikke
satt meg godt nok innii til & uttale meg om vanskelighetsgraden med & implementere denne. Men
det ser ut som det er behov for langt mindre kode enn for de to andre modulene implementert fra
grunnen av og i sin fulle form.



77

6.5 Viderearbed

Det kunne vaat interessant & teste C4.5 algoritmen i sin helhet. De delene av C4.5 som omfatter
regler er ikke implementert i B4.5. Disse forenklingsrutinene skal ifaglge forfatteren av C4.5 fun-
gere bedre enn den som er implementert i B4.5.

Det som ogsa kunne ha vaart interessant, er & forurense datasettene i “Wine Database” og “ Car
Evaluation Data base” relativt mye og kjare noen forsgk pa dem, for & se hvordan de tre
klassifikatorene taklet dette. Det er ikke sikkert at det nevrale nettverket ville kunne konvergert
til en god la@sning. Det er ogsd mulig at C-parameteren for SVM maétte justeres for a takle dette.

Det hadde vaat hensiktsmessig & anskaffe programkode som | gser store kvadratiske optimalise-
ringsproblemer og gjere klassifiseringsmodulen uavhengig av Matlab som ikke fungerer
tilfredstillende for dette formalet.

7 KONKLUSION

| denne oppgaven har tre typer klassifiseringsalgoritmer blitt beskrevet. De tre algoritmene er
stettevektormaskin-algoritmen, nevrale nettverk og beslutningstre-algoritmen C4.5.

Det er blitt skrevet programkode i Smalltalk som implementerer en klassifiseringsmodul. De
modulene som inngar i klassifiseringsmoduelen er en modul som implementerer en
beslutningstre-algoritme inspirert av C4.5, en modul som implementerer stattevektormaskiner
0g en modul som implementerer nevrale nettverk. Koden i den siste modulen er skrevet av
ansatte ved FFI.

K lassifiseringsmodul ene er testet pa to datasett med forskjellige egenskaper som er beregnet for
ateste klassifiseringsalgoritmer. Alle klassifikatorene viste bra egenskaper til alaae og til &
generalisere.

Det er litt vanskelig & uttale seg om hvilken algoritme som i prinsippet er best da alle
algoritmene har sider som er sterkere enn de andre og alle har sider som er svakere enn de andre.
Nevrale nettverk med tilbakepropagering har den svakheten at algoritmen gir lokalt optimale
Iasninger som kan vaae forskjellig fra det globale optimumet. Samtidig gir algoritmen svaat
gode resultater nér lagringsraten og starrelsen pa nettverket velgesriktig. Stettevektor-algoritmen
har den svakheten at det et behov for & lgse et ikke-trivielt optimaliseringsproblem. Men ideen
bak algoritmen er veldig fornuftig med tanke pa at den implementerer prinsippet ved strukturell
risskominimalisering. C4.5 pasin side har den svakheten at den deler beslutningsrommet opp i
hyperrektangler. Algoritmen er imidlertid den eneste som kan generere regler og direkte
formidle kunnskap og som takler mangelfulle inngangsvektorer pa en konsistent méate.
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APPENDIKS

A.1 Generell informagon om klassifiseringsmodulen

Det er gjort et forsgk pa & dokumentere programkoden som implementerer
klassifiseringsmodulen vha. kommentarer i koden. For uinnvidde i programmeringsspraket
Smalltalk er det vanskelig afa noe ut av dette. Videre vil det bli gitt en (svaart kortfattet)
forklaring pa hvordan modulen fungerer, uten at det ma oppfattes som et forsgk pa en utferlig
dokumentasjon. Det er imidlertid gitt endel generell informagjon i teoridelen (kapittel 2,3 og 4).
Programkoden er for orden skyld presentert i Appendiks D. Det krever imidlertid svaat mye
kunnskap om Smalltalk og algoritmene for &fanoe ut av den. Det er litt av poenget at strukturen
i menyenei utviklingsverktayet skal hjelpe brukeren til aforsta og strukturere programkoden.
Derfor er det egentlig best & laste programmet inn i utviklingsverktayet for & skjgnne hvordan
det er strukturert og hvordan det fungerer.

| Smalltalk er klassene gruppert pa kategorier for & gjegre koden mer oversiktlig. Figur A.1 viser
hvordan dette er gjort for klassifiseringsmodulen.

Klasser:
AENCIassifier
Klasser: Klasser: Klasser:
SVYM AENDecisionTreeClassifier AENNN
AttributeN ode
TestNode
Kategori: Kategori: Kategori:
AEN-SVM-Classifier AEN-Tree-Classifier AEN-SVM-Classifier
Kategori:
AEN-Abstract-Classifier

Figur Al Figuren viser hvordan klassene som undertegnede kan forfattet, er fordelt pa
kategorier.

Figur A.2 viser klassestrukturen eller arverekkefalgen. Klassen Object er den klassen som ligger
hayest i hierarkiet i Smalltalk. Alle klasser arver fra denne klassen.
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Object

PN

TestNode | [AttributeNode| | AENClassifier

ﬂ\

SVM FFINNInterface AENDecisionTreeClassifier

AENNN

Figur A.2 Figuren viser hvordan klassenei figur A.1inngar i klassehierarkiet.

Klassen FFINNInterface er en abstrakt klasse for det nevrale nettverket som er implementert av
ansatte ved FFI. AENClassifier er ogsa en abstrakt klasse. Det er instanser av klassene TestNode
og AttributeNode som benyttestil & bygge opp treet.

Instanser av klassene SVM, AENNN og AENDecisionTreeClassifier lyder kommandoene learn
og classify. Datafilen for &lagre opp klassifikatoren bestér av linjer med ett opplagingstilfelle pa
hver linje. Alle elementer i linjen er tabulatordelt med attributtene farst og klassen til slutt. Det
samme gjelder filen med testdata foruten at klassen ikke er inkludert. Datastrukturen ma settes i
initialiseringen til klassene. Dette gjelder hvor mange linjer test- og opplagingsfilen bestar av og
hvilken type attributter som inngér. Diskrete attributter ma gjares til numeriske verdier far
klassifisering med det nevrale nettverket og med SVM. Beslutningstreet behandler kontinuerlige
variabler pa en spesiell mate. Derfor er det viktig at modulen vet hvilke attributter som er
kontinuerlige og hvilke som er diskrete. Dette gjgresved at attributtene som er kontinuerlig gis
typen Cont mens de andre kalles noe annet.

A.2 Informason om SVM-modulen

Det som er spesielt med denne modulen er at den benytter stette fraMatlab for alase et
kvadratisk optimaliseringsproblem. Kommunikasjon med Matlab foregar gjennom en fil som
bestér av én bit. Nar dette bittet er satt kan Matlab-filen gpsvm.m lese inn parametre fra tekst
filene H.dat og Aeg.dat og utfare beregningen. Resultatet returneres il alpha.txt og
kontrollbittet resettes. | SVM-modulen gar prosessen i |gkke mens den venter pd at kontrollbittet
skal “resettes’ dik at alpha.txt kan leses og beregningen fortsettes. Neste gang prosessen
ankommer stedet far den ma vente pa beregningen av a pha settes kontrollbittet slik at sykelen
suttes. C-parameteren ma settes bade i Matlab og SVM-modulen. Brukeren av SVM-modulen
ber vite endel om hvordan parameterne til optimaliseringsrutinen i Matlab bar settes. Resultatet
av kjeringeni Matlab bar ogsa overvakes. Det er klare begrensninger pa starrelsen pa
problemene som denne rutinen (quadprog.m) kan lgse. Typen kjerne som benyttes settes i
initialiseringen.
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A.3 Informasgon om AENNN-modulen

Denne modulen har tre metoder som matilpasses det gitte problemet. Det er beskrevet i den ab-
strakte klassen FFINNInterface hvordan funksjonene postprocess, postprocesslnverted: og pre-
process. skal implementeres. Ellers sa ma antall lagringssykluser (antall ganger det kjares
giennom opplagingstilfellene) settesi initialiseringen.

A.4 Informasgon om AENDecisionTreeClassifier-modulen

Denne modulen implementerer noen viktige aspekter ved C4.5. De deler av C4.5 som er imple-
mentert, er de deler som omhandler generering, forenkling og utskrift av beslutningstreet og
klassifisering av testtilfeller. | tillegg er det skrevet programkode inspirert av C4.5 som takler
kontinuerlige variable.
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B.1 Bedutningstrefor hele datasettet i Car Evaluation Database

safety = low: unacc (576/0)
safety = med
persons = 2: unacc (192/0)
persons = 4
buying = vhigh
maint = vhigh: unacc (12/0)
maint = high: unacc (12/0)
maint = med
lug_boot = small: unacc (4/0)
lug_boot = med
doors = 2: unacc (1/0)
doors = 3: unacc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
lug_boot = big: acc (4/0)
maint = low
lug_boot = small: unacc (4/0)
lug_boot = med
doors = 2: unacc (1/0)
doors = 3: unacc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
lug_boot = big: acc (4/0)
buying = high
lug_boot = small: unacc (16/0)
lug_boot = med
doors = 2: unacc (4/0)
doors = 3: unacc (4/0)
doors=4
maint = vhigh: unacc (1/0)
maint = high: acc (1/0)
maint = med: acc (1/0)
maint = low: acc (1/0)
doors = 5more
maint = vhigh: unacc (1/0)
maint = high: acc (1/0)
maint = med: acc (1/0)
maint = low: acc (1/0)
lug_boot = big
maint = vhigh: unacc (4/0)
maint = high: acc (4/0)
maint = med: acc (4/0)
maint = low: acc (4/0)

buying = med
maint = vhigh
lug_boot = small: unacc (4/0)
lug_boot = med

doors = 2: unacc (1/0)
doors = 3: unacc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
lug_boot = hig: acc (4/0)

Figur B.1 Bedlutningstre del 1 av 8.



Figur B.2
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maint = high
lug_boot = small: unacc (4/0)
lug_boot = med
doors = 2: unacc (1/0)
doors = 3: unacc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
lug_boot = hig: acc (4/0)
maint = med: acc (12/0)
maint = low
lug_boot = small: acc (4/0)
lug_boot = med
doors = 2: acc (1/0)
doors = 3: acc (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
lug_boot = hig: good (4/0)

buying = low
maint = vhigh
lug_boot = small: unacc (4/0)
lug_boot = med

doors = 2: unacc (1/0)
doors = 3: unacc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
lug_boot = big: acc (4/0)
maint = high: acc (12/0)
maint = med
lug_boot = small: acc (4/0)
lug_boot = med
doors = 2: acc (1/0)
doors = 3: acc (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
lug_boot = big: good (4/0)
maint = low
lug_boot = small: acc (4/0)
lug_boot = med
doors = 2: acc (1/0)
doors = 3: acc (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
lug_boot = hig: good (4/0)
persons = more
lug_boot = small
buying = vhigh: unacc (16/0)
buying = high: unacc (16/0)
buying = med
maint = vhigh: unacc (4/0)
maint = high: unacc (4/0)
maint = med
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

Beslutningstre del 2 av 8.



Figur B.3

buying =

lug_boot = med

buying =

buying =

Beslutningstre del 3 av 8.
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maint = low
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

low

maint = vhigh: unacc (4/0)

maint = high
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

maint = med
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

maint = low
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

vhigh

maint = vhigh: unacc (4/0)

maint = high: unacc (4/0)

maint = med
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

maint = low
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

high

maint = vhigh: unacc (4/0)

maint = high
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

maint = med
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)

maint = low
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
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buying = med
maint = vhigh
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
maint = high
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
maint = med: acc (4/0)
maint = low
doors = 2: acc (1/0)
doors = 3: good (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
buying = low
maint = vhigh
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
maint = high: acc (4/0)
maint = med
doors = 2: acc (1/0)
doors = 3: good (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
maint = low
doors = 2: acc (1/0)
doors = 3: good (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
lug_boot = big
buying = vhigh
maint = vhigh: unacc (4/0)
maint = high: unacc (4/0)
maint = med: acc (4/0)
maint = low: acc (4/0)
buying = high
maint = vhigh: unacc (4/0)
maint = high: acc (4/0)
maint = med: acc (4/0)
maint = low: acc (4/0)
buying = med
maint = vhigh: acc (4/0)
maint = high: acc (4/0)
maint = med: acc (4/0)
maint = low: good (4/0)
buying = low
maint = vhigh: acc (4/0)
maint = high: acc (4/0)
maint = med: good (4/0)
maint = low: good (4/0)

Figur B.4 Bedlutningstre del 4 av 8.
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safety = high
persons = 2: unacc (192/0)
persons = 4
buying = vhigh
maint = vhigh: unacc (12/0)
maint = high: unacc (12/0)
maint = med: acc (12/0)
maint = low: acc (12/0)
buying = high
maint = vhigh: unacc (12/0)
maint = high: acc (12/0)
maint = med: acc (12/0)
maint = low: acc (12/0)
buying = med
maint = vhigh: acc (12/0)
maint = high: acc (12/0)
maint = med
lug_boot = small: acc (4/0)
lug_boot = med
doors = 2: acc (1/0)
doors = 3: acc (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)
maint = low
lug_boot = small: good (4/0)
lug_boot = med
doors = 2: good (1/0)
doors = 3: good (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)
buying = low
maint = vhigh: acc (12/0)
maint = high
lug_boot = small: acc (4/0)
lug_boot = med
doors = 2: acc (1/0)
doors = 3: acc (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)
maint = med
lug_boot = small: good (4/0)
lug_boot = med
doors = 2: good (1/0)
doors = 3: good (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)

Figur B.5 Bedlutningstre del 5 av 8.



Figur B.6

persons = more
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maint = low

lug_boot = small: good (4/0)

lug_boot = med
doors = 2: good (1/0)
doors = 3: good (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)

lug_boot = big: vgood (4/0)

buying = vhigh

maint = vhigh: unacc (12/0)
maint = high: unacc (12/0)
maint = med
doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)
maint = low
doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)

buying = high

maint = vhigh: unacc (12/0)
maint = high
doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)
maint = med
doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)
maint = low
doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)

Beslutningstre del 6 av 8.



Figur B.7
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buying = med
maint = vhigh
doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)
maint = high

doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)
maint = med
lug_boot = small
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
lug_boot = med
doors = 2: acc (1/0)
doors = 3: vgood (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)
maint = low
lug_boot = small
doors = 2: unacc (1/0)
doors = 3: good (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
lug_boot = med
doors = 2: good (1/0)
doors = 3: vgood (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)
buying = low
maint = vhigh
doors=2
lug_boot = small: unacc (1/0)
lug_boot = med: acc (1/0)
lug_boot = big: acc (1/0)
doors = 3: acc (3/0)
doors = 4: acc (3/0)
doors = 5more: acc (3/0)

Beslutningstre del 7 av 8.



Figur B.8
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maint = high
lug_boot = small
doors = 2: unacc (1/0)
doors = 3: acc (1/0)
doors = 4: acc (1/0)
doors = 5more: acc (1/0)
lug_boot = med
doors = 2: acc (1/0)
doors = 3: vgood (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)
maint = med
lug_boot = small
doors = 2: unacc (1/0)
doors = 3: good (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
lug_boot = med
doors = 2: good (1/0)
doors = 3: vgood (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)
maint = low
lug_boot = small
doors = 2: unacc (1/0)
doors = 3: good (1/0)
doors = 4: good (1/0)
doors = 5more: good (1/0)
lug_boot = med
doors = 2: good (1/0)
doors = 3: vgood (1/0)
doors = 4: vgood (1/0)
doors = 5more: vgood (1/0)
lug_boot = big: vgood (4/0)

Beslutningstre del 8 av 8.
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C.1 Relevant informason om Wine Database

1. Title of Database: Wine recognition data
Updated Sept 21, 1998 by C.Blake : Added attribute information

2. Sources:

(a) Forina, M. et al, PARVUS - An Extendible Package for Data
Exploration, Classification and Correlation. Institute of Pharmaceutical
and Food Analysis and Technologies, Via Brigata Salerno,

16147 Genoa, Italy.

(b) Stefan Aeberhard, email: stefan@coral .cs.jcu.edu.au
() July 1991
3. Past Usage:

o

S. Aeberhard, D. Coomans and O. de Vel,

Comparison of Classifiersin High Dimensiona Settings,

Tech. Rep. no. 92-02, (1992), Dept. of Computer Science and Dept. of
Mathematics and Statistics, James Cook University of North Queensland.
(Also submitted to Technometrics).

The data was used with many others for comparing various

classifiers. The classes are separable, though only RDA

has achieved 100% correct classification.

(RDA : 100%, QDA 99.4%, LDA 98.9%, INN 96.1% (z-transformed data))
(All results using the leave-one-out technique)

In aclassification context, thisis awell posed problem
with "well behaved" class structures. A good data set
for first testing of anew classifier, but not very
challenging.

@)

S. Aeberhard, D. Coomans and O. de Vel,

"THE CLASSIFICATION PERFORMANCE OF RDA"

Tech. Rep. no. 92-01, (1992), Dept. of Computer Science and Dept. of
Mathematics and Statistics, James Cook University of North Queensland.
(Also submitted to Journal of Chemometrics).

Here, the data was used to illustrate the superior performance of
the use of a new appreciation function with RDA.

4. Relevant Information:
-- These data are the results of achemical analysis of
wines grown in the same region in Italy but derived from three
different cultivars.
The analysis determined the quantities of 13 constituents
found in each of the three types of wines.

-- | think that theinitial data set had around 30 variables, but

Kilde: (10)

for some reason | only have the 13 dimensional version.
| had alist of what the 30 or so variables were, but a.)

| lost it, and b.), | would not know which 13 variables
areincluded in the set.

-- The attributes are (dontated by Riccardo Leardi,
riclea@anchem.unige.it )
1) Alcohol
2) Malic acid
3) Ash
4) Alcalinity of ash
5) Magnesium
6) Total phenols
7) Flavanoids
8) Nonflavanoid phenols
9) Proanthocyanins
10)Color intensity
11)Hue
12)0D280/0D315 of diluted wines
13)Proline

5. Number of Instances
class 159
class271
class348
6. Number of Attributes
13
7. For Each Attribute:
All attributes are continuous
No statistics available, but suggest to standardise
variables for certain uses (e.g. for uswith classifiers
which are NOT scale invariant)
NOTE: 1st attribute is class identifier (1-3)
8. Missing Attribute Values:
None
9. Class Distribution: number of instances per class
class 159

class271
class348
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C.2 Relevant informasgon om Car Evaluation Database

1. Title: Car Evaluation Database

2. Sources:
(a) Creator: Marko Bohanec
(b) Donors: Marko Bohanec (marko.bohanec@ijs.si)
Blaz Zupan  (blaz.zupan@ijs.si)
(c) Date: June, 1997

3. Past Usage:

The hierarchical decision model, from which this dataset is
derived, was first presented in

M. Bohanec and V. Rajkovic: Knowledge acquisition and explanation for
multi-attribute decision making. In 8th Intl Workshop on Expert
Systems and their Applications, Avignon, France. pages 59-78, 1988.

Within machine-learning, this dataset was used for the evaluation

of HINT (Hierarchy INduction Tool), which was proved to be able to
completely reconstruct the original hierarchical model. This,

together with a comparison with C4.5, is presented in

B. Zupan, M. Bohane, |. Bratko, J. Demsar: Machine |earning by
function decomposition. ICML-97, Nashville, TN. 1997 (to appear)

4. Relevant Information Paragraph:

Car Evaluation Database was derived from a simple hierarchica
decision model originally developed for the demonstration of DEX
(M. Bohanec, V. Rajkovic: Expert system for decision

making. Sistemica 1(1), pp. 145-157, 1990.). The mode! evaluates
cars according to the following concept structure:

CAR car acceptability

.PRICE overall price

.. buying buying price

.. maint price of the maintenance

. TECH technical characteristics

.. COMFORT comfort

... doors number of doors

... persons capacity in terms of personsto carry

Kilde: (10).

... lug_boot the size of luggage boot
.. safety estimated safety of the car

Input attributes are printed in lowercase. Besides the target

concept (CAR), the model includes three intermediate concepts:
PRICE, TECH, COMFORT. Every concept isin the original model
related to its lower level descendants by a set of examples (for
these examples sets see http://www-ai.ijs.si/BlazZupan/car.html).

The Car Evaluation Database contains examples with the structural
information removed, i.e., directly relates CAR to the six input
attributes: buying, maint, doors, persons, lug_boot, safety.

Because of known underlying concept structure, this database may be
particularly useful for testing constructive induction and
structure discovery methods.

5. Number of Instances: 1728
(instances completely cover the attribute space)

6. Number of Attributes: 6
7. Attribute Values:

buying  v-high, high, med, low
maint v-high, high, med, low
doors 2,3, 4, 5more
persons 2, 4, more

lug_boot  small, med, big
safety  low, med, high

8. Missing Attribute Values: none

9. Class Distribution (number of instances per class)

unacc 1210  (70.023 %)
acc 384 (22222 %)
good 69 (3.993%)
v-good 65 (3.762 %)



D.1 Programkodei Smalltalk

bj ect subcl ass: #AENC assi fier

i nstanceVari abl eNanes: ' el enent TypesCol | ection
nanmesCf El enment s nai nEl ement Val ueCol | ecti on
nunber O Li nesTr ai ni ngDat a nunber O Li nesTest Dat a
nunber O El enent sEachLi ne trainingDataFile testDataFile
mai nCol | ection classificationQutputFile '

cl assVari abl eNames:

pool Di ctionari es:

category: 'AEN- Abstract-Classifier'!

I AENCl assi fier methodsFor: 'other'!
i ndexCf El enent : anEl ement in: aCol | ection

"Finner plasseringen til et element i en sanling."”
| t item nunberOXEl enents |

t:=1.
item =aCol | ection at:1.
nunber O El enent s: =aCol | ecti on si ze.

[(item = anEl ement) or: [ t=nunmber X El enents]]
whileFalse: [ t:=t+l.item=aCollection at:t. ].

Al

i ndexCf MaxEl enent I n: aCol | ection

"Finner plasseringen til elenentet ned stoerst verdi i en
sanm ing."

| t max maxlndex |

t:=1.

max: =aCol | ection at: 1.

max| ndex: =1.

((aCol l ection size)-1) tinmesRepeat:

[t:=t+1. (max<(aCol l ection at:t)) ifTrue:[nmaxlndex:=t.
max: =aCol l ection at:t.] ].

~max| ndex!

r eadDat aFr onFi | eNunber O El enent sEachLi ne:
aNunber O El enent sEachLi ne nunber O Li nes: aNunber O Li nes
datafile:aDatafile

"Datafilen bestaar av linjer. Hver linje angir
ett trenings- eller testsanpel.El enentene skilles ned tab.
Antal | datasanpler (nunberOLines), antall
attributter+kl asse (nunber O El ement sEachLi ne) og datafil
(dataFile) mAsettes i initialize"

t enpMai nCol | ection stream start Copy stoppCopy
aLine allLines readi ngBl ock separatorl separator2 dataFile

dataFile:= aDatafile asString asFil enane.

t enpMai nCol | ecti on: =Or der edCol | ection new.
stream : = dataFile readStream

separatorl : = Character tab.
separator2 : = Character cr.
start Copy: =1.

st oppCopy: =aNunber Of El enent sEachLi ne.

alLi ne: =OrderedCol | ecti on new.
al | Lines := OrderedCol | ection new.

readi ngBl ock := [

[stream at End] whil eFal se: [

(aNunber O El enent sEachLi ne-1) tinesRepeat: [
al | Lines add: (stream upTo:
separatorl)].
al | Li nes add: (stream upTo:
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separator?2).

cl ose].

11.
r eadi ngBl

| ock val ueNowOr OnUnwi ndDo: [ stream

aNunber Of Li nes ti nesRepeat:

[ aLi ne: =

start Cop

al | Li nes copyFrom start Copy to:stoppCopy

y: =st art Copy+aNunber Of El enent sEachLi ne.

st oppCopy: =st oppCopy+aNunber Of El enent sEachLi ne.
t enpMai nCol | ecti on add: aLi ne] .

“t empMai nCol | ecti on!

renovi ngEl ement FronCol | ection: aCol | ection el ement | ndex:
anEl ement | ndex

| copy t

copy: =Order edCol | ecti on new.

t:=0.

aCol | ection size tinmesRepeat: [

to=t+1.

(t=anEl enent | ndex)

~copy!

i fFal se:[copy add: (aCol lection at:t)]].

returnNunericCol | ection: aCol | ection

| k1 k2 indexlnVval ueCol |l ection |

k1:=1.
(((aColl

k1)~=Cont') ifTru

ti mesRepeat: [

ection at:1) size)) tinesRepeat:[
((el ement TypesCol | ection at:
e: [
k2: =1.
aCol | ection size

i ndex| nVval ueCol | ecti on: =sel f
i ndexOX El enent : ((aCol | ection at:k2) at:kl) in:

(mai nEl e

nent Val ueCol | ection at:kl).

(aCol | ection at:k2)

at: k1 put: (i ndex!| nVal ueCol | ection).

~aCol | ection!

returnXCol | ecti on:

| k1 tenpXCollecti

xLengt h:
t enpXCol
k1:=1.

[kl <= (

k2: =k2+1.
1.

k1:=k1+1.

aCol l ection
on xLength |

=(aCol l ection at:1) size.
I ection: =OrderedCol | ecti on new.

aCol | ection size)] whileTrue: [

t enpXCol | ection add: ((aCol | ection

at:kl) copyFrom1 to: (xLength-1) ).

1.

k1l:=k1+1

~t empXCol | ecti on!

returnYCol | ection: aCol | ection

| k1 tenmpYCollection |

| ast.

t enpYCol
k1:=1.
[kl <= (

kl:=k1+1

I ection: =OrderedCol | ecti on new.
aCol | ection size)] whileTrue: [

tenpYCol | ection add: (aCol | ection at:kil)



1.

~tempYCol | ection! !

I AENCl assi fier methodsFor: 'subclassreponsibility'!
classify

~sel f subcl assResponsi bility!

| earn

~sel f subcl assResponsibility! !

AENC! assi fier class
i nstanceVari abl eNanes: '"'!

I AENCl assi fier class nethodsFor: 'new !

new

Asuper new initialize! !

' From Vi sual WrksA(r), Release 3.0 of February 5, 1998 on
January 26, 2001 at 10:46:43 ani!

bj ect subcl ass: #Test Node
i nstanceVari abl eNames: ' name next Node '
cl assVari abl eNanes: ' C assVar Nanel Cl assVar Name2

pool Di ctionari es:

category: 'AEN-Tree-Classifier'!
Test Node comment :
' Test Node beskriver noder som benyttes til & angi tester pa
attributtets verdi. Benytter en node for hver test som
legges i en sanling inne i attributtnoden.

I nstance Vari abl es:
nane <String> Attributtverdi

next Node <O assCf Vari abl e> Referanse til en
Attributtnode.
Cl ass Vari abl es:
Cd assVar Nanel

<C assCf Vari abl e>  description of

variable' '''s function

Cl assVar Nanme2 <O assOf Vari abl e> description of
variable '""s function'!

! Test Node nethodsFor: ‘initialize-release'!
initialize! !

! Test Node net hodsFor: 'accessing'!
nane

~name!

nane: aNane

nane: =aNane. !

next Node

~next Node!

next Node: aNode

next Node: =aNode. ! !

Test Node cl ass
i nstanceVari abl eNanes: *''!

! Test Node cl ass nethodsFor: 'ny'!
new

Asuper new initialize! !
1

' From Vi sual WrksA(r), Release 3.0 of February 5, 1998 on
January 26, 2001 at 10:46:38 am!

Obj ect subcl ass: #AttributeNode

i nstanceVari abl eNames: ' next NodeCol | ecti on nanme
nunber nunber WongC ass cl assFrequencyCol | ection *

cl assVari abl eNanes: "'

pool Dictionaries: "'

category: 'AEN-Tree-Classifier'!
AttributeNode conment:
"Dette er en klasse som beskriver en node som brukes til A
bygge et besluttningstre. Noden representerer en attributt.

I nstance Vari abl es:

next NodeCol | ection <> Her |egges det inn en sanling
av TestNoder eller en streng somsier at

noden er
en | @vnode.
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nane <String> Attributtets navn eller klassen hvis
| @vnode.
nunber <Nunber> Antall sanpler som passerte denne noden

da treet ble skapt.
nunber WongQ ass Antall feil klassifiserte sanpler. Er uten
bet ydni ng der som noden i kke er en

| @vnode.

G ass Vari abl es:
d assVar Narel

<ClassCf Vari abl e>  description of

variable' '''s function

Cl assVar Nane2 <O assOf Vari abl e> description of
variable''''s function'!

IAttri buteNode nethodsFor: 'initialize-release'!
initialize

number : =0.

nurmber Wongd ass: =0.! !
I Attribut eNode methodsFor: 'accessing'!

cl assFrequencyCol | ection

~cl assFrequencyCol | ecti on!

cl assFrequencyCol | ecti on: aCol | ecti on

cl assFrequencyCol | ecti on: =aCol | ection.!

nanme

~nane!

name: aNane

nane: =aNane. !

next NodeCol | ecti on

“next NodeCol | ecti on!

next NodeCol | ection: aCol | ecti onTest Nodes
next NodeCol | ecti on: =aCol | ecti onTest Nodes. !
nunber

Anunber !

number : aNurber

nunber : =aNunber . !

nunmber W ongd ass

Anunber WongC ass!

number W ongd ass: aNunber

nunmber W ongd ass: =aNunber. ! !

AttributeNode class
i nstanceVvari abl eNames: *''!

I AttributeNode class nethodsFor: 'ny'!
new

Asuper new initialize! !
1

' From Vi sual WrksA(r), Release 3.0 of February 5, 1998 on
January 26, 2001 at 10:45:31 ani!

AENC! assi fier subclass: #AENDeci sionTreeC assifier

i nstanceVari abl eNarmes: ' | earni ngDat aCol | ecti on
root O Tree maxLevel Cont Split root NodeCol | ection '

classVari abl eNarmes: "'

pool Dictionaries: "'

category: 'AEN-Tree-Classifier'!
AENDeci si onTreed assi fier comment:
' Cbj ekter fra denne klassen kan benyttes til & generere og
skrive ut beslutningstreg. Sant & klassifisere data pa
grunnl ag av et besluttningstre.

I nstance Vari abl es:

anAENMai nCol | ection <C assCOf Vari abl e>
variable''s function
mai nEl ement Val ueCol | ecti on <0 assOf Vari abl e>
description of variable''s function
el ement TypesCol | ection <C assCf Vari abl e>
description of variable''s function
<O assOf Vari abl e> description of

description of

root f Tree
variable''s function
namesCf El ement s <O assOf Vari abl e>
variable''s function'!

description of

I AENDeci si onTreed assi fier nethodsFor: 'initialisering'!



initialize

Docurnent at i on

The datastructure is given by el ement TypesCol | ecti on,
nanmesCf El enents and mai nEl enent Val ueCol | ection. The
fol owi ng two exanpl es show how to set these variables.

Exanple 1

el enent TypesCol | ection: =#(' Cont' 'Cont' 'Cont' 'Cont'

‘Cont' "Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont'
‘Cont' 'Byorder').

nanmesCf El ement s: =#(' Al cohol ' ' MalicAcid' ' Ash'
‘AlcalinityOfAsh' ' Magnesiunmi ' Total Phenol s' ' Fl avanoi ds'

' Nonf | avanoi dPhenol s' ' Proant hocyanins' ' Colorlntensity’

' Hue' ' OD280/ OD315Cf Di | utedWnes' 'Proline’ ‘'class').

nmai nEl enent Val ueCol | ection: =#( #() #() #() #() #() #() #()
#() #) #O) #O #O #O HCLT 2 13 ) .

Exanple 2

el ement TypesCol | ection: =#(' ByOrder' 'ByOrder' 'ByOrder’
‘ByOrder' 'ByOrder' 'ByOrder' 'ByOrder').

namesCf El ement s: =#(' buying’ 'maint' 'doors' 'persons'
‘lug_boot' 'safety' 'class').

nmai nEl enent Val ueCol | ection: =#( #('low 'med 'high'
‘vhigh') #('low 'ned 'high' 'vhigh') #( '2" '3 '4
"Snore'’ ) #( "2 4" ‘nore’ ) #('small' 'nmed 'big') #(
‘low 'ned 'high' ) #('unacc' 'acc' 'good' ‘vgood') )

The maxi mum nunber of separate intervalls the continuous
attributes can be partitioned in is given by:

(maxLevel Cont Split-1)"2.

Exanple 3

Thi s neans that the continuous attributes can be
discretized in 4 regions:
maxLevel Cont Split:=3.

I nformation about the size of the training and test files
nust be given.

Exanpl e 4

nunber O Li nesTr ai ni ngDat a : =89.

nunber O Li nesTest Dat a: =89.

nunber O El enent sEachLi ne : = namesO El enent s si ze.
trainingDataFile:= "'d:\vw30\treningssettWne.txt'.

treeC assificationQut putFile:="d:\vw30\kl assefiseringsres.t
xt'.

testDataFile: = d:\vw30\testsettWne. txt"'

Initialization of the tree

root O Tr ee: =Test Node new.
root O Tree nane:'root'.

! AENDeci si onTreeCl assi fi er nethodsFor: 'eval uation of
Information'!

cl assl nf oOf : aFrequenzyCf Cl assesCol | ecti on
si zeOk SubCol | ection: aSize

"Beregner infornasjonsverdien av en saning av sanpler
fordelt pA et attributts verdier (splitinfo) eller en
saming av sanpler fordelt p& klasser."

linfo t]

(aSi ze=0) ifTrue:[info:=0. "Her unngAs divisjon nmed null"

ifFal se:[
t:=0.
i nfo:=0.

aFrequenzyO Cl assesCol | ection size timesRepeat: [t:=t+1.

i nfo: =i nfo-(((aFrequenzyx C assesCol | ection at: t)/aSize) *
(sel f myLogFuncti on: ( (aFrequenzy d assesCol | ection at:
t)/aSize) )) . ].

].

~info!

di stributionO CassesOnAttribute: anAENVai nSubCol | ecti on
el ement Nunber: anEl enent Nurber
el ement Val ueCol | ecti on: el ement Val ueCol | ecti on

"Genererer en saming med frekvensen til el enentene i
dat asubsani i ngen
fordelt pd attributt- og klasse-verdiene."

| nunber O El ements n t el ement frequenzyOf El ement sCol | ection
el ement Col | ecti on nunber Of Ol asses cl assCol | ection class s
frequency |

el ement Col | ecti on: =el enent Val ueCol | ection at:
anEl ement Nunber .
cl assCol | ecti on: =el enent Val ueCol | ection | ast.

“Initierer frequenzy™ El enentsCol | ection."
nunber O El enent s: =el enent Col | ection size.

frequenzyCf El ement sCol | ecti on: =Or der edCol | ection new.
nunber Of Cl asses: =(el enent Val ueCol | ection |ast) size.
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nunber OF El enents timesRepeat: [frequenzyX El enent sCol | ection
add: OrderedCol | ection newj .

t:=1.

nunber O El ement s ti nesRepeat :

[ nunber Of O asses ti nesRepeat :

[ (frequenzyOF El ementsCol | ection at:t) add:0].t:=t+1.].

"“Tell er forekonster og inkrenenterer de riktige el ementene
i frequenzyOf El enent sCol | ection.”
n: =0.
anAENMai nSubCol | ecti on size tinmesRepeat:[n:=n+1.
el enent : = (anAENMai nSubCol | ection at:n) at:
anEl ement Nunber. cl ass: =(anAENMai nSubCol | ection at:n) |ast.
t:=self indexf El enent: el enent
in:el enent Col | ection.
s:=sel f indexCf El ement:class in: classCollection.
frequency: =((frequenzyOf El ementsCol | ection at: t)
at:s) +1.(frequenzyOfEl enentsCol l ection at: t) at:s
put:frequency .

~frequenzyOf El enent sCol | ecti on!

frequencyOf El enent Col | ecti on: anAENMai nSubCol | ecti on
el enent Nunber: anEl ement Nurber
el ement Val ueCol | ecti on: el enent Val ueCol | ecti on

"Genererer en sanming ned frekvensene til verdiene til
el enentene i datasubsaniingen for
en attributt eller klasse "

| number Of El enents n t el enent frequenzyOf El enment sCol | ecti on
el enent Col | ection frequency |

el enent Col | ecti on: =el enent Val ueCol | ection at:
anEl ement Nunber .

nunmber O El enent s: =el enent Col | ection size.
frequenzyOf El ement sCol | ecti on: =Or der edCol | ecti on new.

“initialiserer frekvenssanl ingen"
nunmber Of El enents ti nesRepeat :

[frequenzyX El ement sCol | ection add: 0. ].

n: =0.
anAENMai nSubCol | ection size tinmesRepeat:[ n:=n+l.elenent:=
(anAENMai nSubCol | ection at:n) at: anEl enent Nunber.

"Finner ut posisjonen til den detekterte verdien til

kl assen eller attributtet i el ementVal ueCollection for det
aktuel le attributtet eller klassen”

t:=self indexOfEl ement: el ement in:el ementCollection.

"Oppdat erer frekvensen"

frequency: =(frequenzy™ El enentsCol | ection at: t) + 1.
frequenzyOf El enentsCol | ection at: t put:frequency ].

~frequenzyOf El enent sCol | ecti on!

gai nCol | ecti on: anAENMai nSubCol | ecti on
el enent Val ueCol | ecti on: el ement Val ueCol | ecti on

"Lager en samling nmed gainverdiene for splitting av
dat asanl i ngen pa de forskjellige attributtene."

| I'nfoOf AnAENMAI nSubCol | ection gai nCol | ection
infoCollection t tenpFrequencyCollectionOf Collection

di stributionOd assesOnAttributeCol | ection nunber Of El enent s
I

t enpFr equencyCol | ecti onCOf Col | ecti on: =Or der edCol | ecti on new.
di stributionCf Gl assesOnAttributeCol | ection: =OrderedCol | ecti
on new.

nunber O El ement s: =(anAENMai nSubCol | ection at: 1) size.

"Lager en sanling av sanlinger ned frekvensinformasjon over
antal | sanpler fordelt pA de forskjellige attributtverdiene
pA hver attributt."
t:=0.
nunber OF El ements tinesRepeat:[t:=t+1.

t enpFr equencyCol | ecti onCOf Col | ecti on add: (sel f
frequencyO El enent Col | ecti on: anAENMai nSubCol | ecti on
el enent Nunber: t

el ement Val ueCol | ecti on: el enent Val ueCol | ection).].

"Lager en samling av saminger av saminger ned
frekvensi nfornasj on over antall sanpler fordelt pa de
forskjellige klassene pa attributtverdi ene pad hver
attributt. Enkelt hva?!!"
t:=0.
(nunber Of El enents-1) tinesRepeat:[t:=t+1.
di stributionOd assesOnAttributeColl ection
add: (sel f distributionOf CassesOnAttribute:
anAENMai nSubCol | ection el ement Nunber: t
el ement Val ueCol | ecti on: el enent Val ueCol | ection)].

I nf oOf AnAENMai nSubCol | ection : =sel f
cl assl nf oOf : (t enmpFrequencyCol | ecti onOf Col | ection |ast)
si zeOf SubCol | ecti on: anAENMai nSubCol | ecti on si ze.

infoCol | ection:=self infoCollectionCf Collection:
anAENMai nSubCol | ecti on frequencyCol | ecti on:
t enpFr equencyCol | ecti onOf Col | ection distribution:
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di stributionOd assesOnAttributeCollection.

gai nCol | ection: =Or der edCol | ecti on new.

t:=0.

infoCol | ection size tinesRepeat: [t:=t+1.gainCollection
add: (I nf oOf AnAENMai nSubCol | ection -(infoCollection at:t))
1.

~gai nCol | ecti on!

gai nRat i oCol | ecti on: anAENMai nSubCol | ecti on
el ement Val ueCol | ecti on: el ement Val ueCol | ecti on

"Lager en sanling ned gainratioverdiene for splitting av
dat asani i ngen pa de forskjellige attributtene."”

| I nfoOf AnAENMai nSubCol | ecti on gai nCol | ecti on

infoCol | ection t tenpFrequencyCol |l ectionCf Col |l ection

di stributionOf O assesOnAttributeCol | ecti on nunber Of El enents
splitCollection gainRatioCollection |

t enpFrequencyCol | ecti onCf Col | ecti on: =Or der edCol | ecti on new.
di stributionO d assesOnAttributeCol | ection: =OrderedCol | ecti
on new.

nunber O El enent s: =(anAENVai nSubCol | ection at:1) size.

"Lager en sanmling av sanlinger med frekvensinformasjon over
antal | sanpler fordelt pA de forskjellige attributtverdiene
pA hver attributt."

t:=0.

nunber O El enents timesRepeat:[t:=t+1.

t enpFrequencyCol | ecti onOf Col | ecti on add: (sel f

frequencyCOf El ement Col | ection: anAENVai nSubCol | ecti on

el ement Nunber: t

el enent Val ueCol | ecti on: el ement Val ueCol | ection).].

"Lager en sanmling av saminger av samlinger ned
frekvensi nfornasjon over antall sanpler fordelt p& de
forskjellige klassene pA attributtverdi ene pA hver
attributt.”
t:=0.
(nunber O El ements-1) tinesRepeat:[t:=t+1.
di stributionOC assesOnAttributeCol | ection
add: (sel f distributionCf ClassesOnAttribute:
anAENMai nSubCol | ection el ement Number: t
el ement Val ueCol | ecti on: el enent Val ueCol | ection)].

I nf oOf AnAENMai nSubCol | ecti on : =sel f
cl assl nfoOf : (tenpFrequencyCol | ecti onCf Col | ection |ast)
si zeO SubCol | ecti on: anAENVai nSubCol | ection si ze.

i nfoCol | ection:=self infoCollectionC Collection:
anAENMai nSubCol | ection frequencyCol | ection:

t enpFrequencyCol | ecti onOf Col | ection distribution:
di stributionCf O assesOnAttributeCol |l ection.

gai nCol | ection: =Or der edCol | ecti on new.
splitColl ection:=0rderedCol | ecti on new.
gai nRat i oCol | ecti on: =Or deredCol | ecti on new.

t:=0.
infoCol | ection size tinesRepeat: [t:=t+1.gainCollection
add: (I nf oOf AnAENMai nSubCol | ection -(infoCollection at:t)).

splitCollection add: (self
classl nfoOf : (tenpFrequencyCol | ecti onOf Col | ection at:t)
si zeOf SubCol | ecti on: anAENMai nSubCol | ection size ).

((splitCollection at:t)=0) ifTrue:[

"UnngAr divisjon med null. "

gai nRati oCol | ection add: 0]
i f Fal se:

[ gai nRati oCol | ection add: ((gainCol | ection
at:t)/(splitCollection at:t)) asFloat] ].

~gai nRati oCol | ecti on!

i nfoCol | ecti onOf Col | ection: anAENMai nSubCol | ecti on
frequencyCol | ection: aFrequencyCollection distribution:
aDi stribution

"Beregner informasjonen ved splitting av

anAENMai nSubCol | ection over alle attributter.

aFrequencyCol | ection og aDistribution inneholder data for
all attributter.”

| numberOfAttributes infoCollectiont |
nunber OF At t ri but es: =((anAENMai nSubCol | ection at: 1) size)-1.
i nfoCol | ection: = OrderedCol | ection new.

t:=0.

nunmber 0 Attributes tinmesRepeat: [t:=t+1. infoCollection
add: [self infoOfCollection: anAENMai nSubCol | ection
frequencyCol | ection: (aFrequencyCollection at:t)
distribution: (abDistribution at:t) ] value].

~infoCol | ection!

i nfoOf Col | ection: anAENMai nSubCol | ecti on
frequencyCol | ection: aFrequencyCol | ection distribution:
aDi stribution

"Beregner infornasjonen ved splitting av
anAENMai nSubCol | ection over en attributt.
aFrequencyCol | ection og abDistribution inneholder data kun

for en attributt."

|t info sizeO Collection|

si zeOf Col | ecti on: =anAENMai nSubCol | ecti on si ze.

t:=0.

info:=0.

aFrequencyCol | ection size tinesRepeat:
i nfo: =info+(((aFrequencyCol |l ection at:
t)/sizeO Col |l ection)*(self classlnfoOf:
at:t) sizeOf SubCol | ection: (aFrequencyCollection at:
].

[t:=t+1.

(aDi stribution

t)))

Ainfol !
! AENDeci si onTreed assi fier methodsFor: 'continAttributes'!
classifyContAttr: aName treeNode: aNode val ueCf parent:

aPar ent Name

“Med utgangspunkt i det genererte binAe treet, somikke er
det samme som benyttes i den overordnede kil assifiseringen,

kl assi fiseres de kontinuerlige input-dataene. Man kan si at
de diskretiseres basert pA en gitt oppgsning etter

i nf or masj ons i nnhol d"

| classVal ue |

(((aNode next Node name) asNumber)>=(aName asNunber))
ifTrue:[

(((aNode next Node next NodeCol | ection at: 1)
next Node next NodeCol | ection)='Leaf Node' ) ifTrue:[
("< = aNode nane) ifTrue:[

~cl assVal ue: =(aPar ent Nane, ' <',
next Node nane)).

'x','<=", (aNode

]
i fFal se: [
~classVal ue: =(' x', "' <=", (aNode
next Node nane)).
1.
]
i fFal se: [
~cl assVal ue: =sel f classifyContAttr: aNane
treeNode: (aNode next Node next NodeCol | ection at:1)

val ueCf parent : aPar ent Nane

1.
]

ifFal se:[
(((aNode next Node next NodeCol | ection at:2) nextNode
next NodeCol | ection) ='LeafNode' ) ifTrue:[
(' <" =aNode nane) ifTrue:[
~classVal ue: =(' x',"'>', (aNode next Node
nane)).

ifFal se:[
~cl assVal ue: =((aNode next Node
nanme),'<','x"','<=", aParent Nane).

1.

i fFal se: [

~cl assVal ue: =sel f classifyContAttr: aNanme
treeNode: (aNode nextNode next NodeCol | ection
at:2) val ueCf parent: aPar ent Nane

1.

~cl assVal ue!

gener at eTr eeFor ACont At t r: anAENMai nSubCol | ecti on
el enent Val ueCol | ecti on: anEl enent Val ueCol | ecti on
attributel ndex:anAttrindex treelLevel:aLevel
maxLevel : aMaxLevel treeNode: aNode

"genererer et bin&t tree basert pA informasjonsverdien av
A'splitte attributtet, og der oppesningen spesifisert ved
aMaxLevel som angir maksdybden i treet"

| sizeOfMainCollection t collectionA collectionB

cl assl ndex cl assFregencyCol | ecti onA

cl assFreqgencyCol | ectionB splittFrequencyCol |l ection
distributionCollection info

cl assFregency AENMai nSubCol | ecti on i nf oAENMai nSubCol | ecti on
gain gai nCol | ecti on maxl ndex | evel maxd asslndex |

| evel : =aLevel +1.

si zeOf Mai nCol | ecti on: =anAENMai nSubCol | ecti on si ze.

cl assl ndex: =(anAENMai nSubCol | ection at: 1) size.

Or der edCol | ection new.

cl assFregency AENMai nSubCol | ecti on: =sel f

frequencyOf El ement Col | ecti on: anAENMai nSubCol | ecti on
el enent Nunber: cl assl ndex

el enent Val ueCol | ecti on: anEl enent Val ueCol | ecti on.

i nf OAENMai nSubCol | ecti on: =sel f

cl assl nfoOf: cl assFregencyAENVai nSubCol | ecti on
si zeCOf SubCol | ecti on: anAENMai nSubCol | ecti on si ze.
gai nCol | ecti on: =Or deredCol | ecti on new. "benytter
(og ikke gainratio) ettersomsplittingen skjer

kun gain
i nnenf or



attributtet, og ikke mellomattributtene"

t:=0.

si zeOf Mai nCol | ection tinesRepeat:[t:=t+1.
"Vi dere genereres gainverdi ene"
splittFrequencyCol | ection: =OrderedCol | ecti on new.
splittFrequencyCol |l ection add:t;

add: (si zeOf Mai nCol | ection-t).

col | ecti onA: =anAENMai nSubCol | ection copyFrom 1
to:t.

cl assFreqgencyCol | ecti onA: =sel f
frequencyCf El enent Col | ection: col |l ectionA el enent Nunber:
cl assl ndex

el ement Val ueCol | ecti on: anEl enent Val ueCol | ecti on.

col | ecti onB: =anAENMai nSubCol | ecti on
copyFrom (t+1) to:sizeO MainCollection.

cl assFregencyCol | ecti onB: =sel f
frequencyOf El ement Col | ection: col | ectionB el enent Nunber:
cl assl ndex

el ement Val ueCol | ecti on: anEl enent Val ueCol | ecti on.

di stributionCollection:=0 deredCol | ection new.
di stributionCollection

add: cl assFregencyCol | ectionA ;

add: cl assFregencyCol | ecti onB.

info:=self infoCOfCollection:
anAENMai nSubCol | ection frequencyCol | ection:
splittFrequencyCol |l ection distribution:
di stributionCollection.

gai n: =(i nf oAENMai nSubCol | ection -info).

gai nCol | ection add: (gain asFloat).

max| ndex: =sel f i ndexOf MaxEl enent | n: gai nCol | ecti on.
(((gainCol | ection at: maxl ndex)=0) | (| evel =aMaxLevel ))
ifTrue:[

" St opper oppsplittingen nAr enten den
spesifiserte dybden er nAdd eller gain er null"

aNode next Node: Attri buteNode new. "Lager en ny
atri butt node"
aNode next Node next NodeCol | ection: ' Leaf Node' .
aNode next Node nunber: si zeOf Mai nCol | ecti on.
maxC assl ndex: =sel f
i ndexCf MaxEl enment | n: ¢l assFregencyAENVRi nSubCol | ecti on.
aNode next Node
nunber Wongd ass: (si zeOf Mai nCol | ection -
(cl assFregencyAENVAi nSubCol | ecti on at: maxCl assl ndex) ).
aNode next Node nane: (anEl ement Val ueCol | ecti on
last at:maxd assl ndex) .
aNode next Node
cl assFrequencyCol | ecti on: cl assFreqencyAENVai nSubCol | ecti on.

i f Fal se:

[

aNode next Node: Attri buteNode new. "Lager en ny
atri butt node"
aNode next Node
next NodeCol | ecti on: OrderedCol | ecti on new.
aNode next Node next NodeCol | ecti on add: Test Node
new, add: Test Node new.
aNode next Node nunber: sizeO Mai nCol | ecti on.
aNode next Node nane: ((anAENVRi nSubCol | ecti on
at: maxl ndex) at:anAttrlndex).
aNode next Node
cl assFrequencyCol | ecti on: cl assFreqency AENVai nSubCol | ecti on.
(aNode next Node next NodeCol | ection at:1)
nane: ' >' .
(aNode next Node next NodeCol | ection at:2)
nanme: ' <'.

"rekursive kal "

sel f generateTreeFor ACont Attr: (anAENVAi nSubCol | ecti on
copyFrom 1 to: max| ndex)

el ement Val ueCol | ecti on: anEl enent Val ueCol | ecti on
attributelndex: anAttrindex treelLevel:|evel

maxLevel : aMaxLevel treeNode: (aNode next Node

next NodeCol | ection at:1).

sel f generateTreeFor ACont Attr: (anAENVAi nSubCol | ecti on
copyFrom (max| ndex+1) to:sizeO Mai nCol | ection)

el ement Val ueCol | ecti on: anEl enent Val ueCol | ecti on
attributelndex: anAttrindex treelLevel:|evel

naxLevel : aMaxLevel treeNode: (aNode next Node

next NodeCol | ection at:2).

]!

preprosessCont AttrlnCol | ecti on: anAENVai nSubCol | ecti on
byNumber O Level s: aMaxLevel

el ement Val ueCol | ecti on: anEl enent Val ueCol | ecti on

el ement TypesCol | ecti on: anEl ement TypesCol | ecti on

"basert pA det genererte bin/e treet oppdateres
i nput dat asanl i ngen og el enentverdi san ingen. Dette er
hovedf unksj onen i denne kategorien"

| t rootNode aSortedAENCol | ection tenpCollection |
root NodeCol | ection: =Array new: (anEl enent TypesCol | ection
size -1).

95

t:=0.
(anEl enent TypesCol | ection size -1) timesRepeat:[t:=t+1.

((anEl enent TypesCol | ection at:t) = 'Cont' )
ifTrue: [

root Node: =Test Node new.

root NodeCol | ection at:t put:rootNode.
root Node nane: 'root'.

aSor t edAENCol | ecti on: =(sel f
sorti ngOf AENMai nCol | ect i on: anAENMai nSubCol | ecti on
byCont AttributeNr:t) asOrderedCol | ection.

"genererer det binfe treet"

sel f generateTreeFor ACont Attr:
aSor t edAENCol | ecti on
el enent Val ueCol | ecti on: anEl enent Val ueCol | ecti on
attributelndex:t treeLevel :0 maxLevel:aMaxLevel treeNode:
r oot Node.

"BAde ny datai nputsam ing og el ementverdisam ing
returneres i tenpCollection”

tenpCol | ecti on: =sel f
separ at eCont At t r AndGenAt tr Val ues:  anAENMai nSubCol | ecti on
treeNode: rootNode attributelndex:t.

anEl ement Val ueCol | ection at:t put:(tenpCollection
asOrderedCol | ection).

1.1

preprosessCont AttrlnTest Col | ecti on: anAENMai nSubCol | ecti on

It

t:=0.
(el ement TypesCol | ection size -1) tinesRepeat:[t:=t+1.

((el ement TypesCol | ection at:t) = 'Cont' )
ifTrue: [

sel f separateCont At tr AndGenAt t r Val ues:
anAENMai nSubCol | ecti on treeNode: (root NodeCol | ecti on
at:t) attributelndex:t.

1.
1.1

separ at eCont At t r AndGenAt t r Val ues: anAENMai nSubCol | ecti on
treeNode: aNode attributel ndex: anAttrl ndex

“med utgangspunkt i et generert binAt tree diskretiseres
de kontinuerlige verdiene i datasamingen for en attributt.
BAde el ement verdi sam i ngen og i nputsam i ngen oppdat eres og
returneres. For kontinuerlige attributter er

el enentverdi sanl i ngen i utgangspunktet tont

| t classVal ue anEl ement | nAENMai nSubCol | ecti on
el enent Val ueSet |
t:=0.

el enent Val ueSet : =Set new.

anAENMai nSubCol | ecti on size tinmesRepeat:[t:=t+1.
anEl ement | nAENMai nSubCol | ect i on: =anAENMai nSubCol |
ection at:t.

(aNode next Node next NodeCol | ection ='Leaf Node' )
ifTrue: [
classVal ue: =('x',"' =", (aNode next Node
nane)).
el ement Val ueSet add: cl assVal ue.
anEl ement | nAENMai nSubCol | ecti on
at:anAttrl ndex put : cl assVal ue.
] ifFalse:|[
(((aNode next Node nane)
asNunber) >=( (anEl enent | NAENMai nSubCol | ecti on
at:anAttrlndex)asNurber)) ifTrue: [

(((aNode next Node
next NodeCol | ection at:1) nextNode

next NodeCol | ecti on) =' Leaf Node' ) ifTrue: [

classVal ue: =(' x',' <='", (aNode nextNode nane)).
el enent Val ueSet
add: cl assVal ue.

anEl ement | nAENMai nSubCol | ecti on at:anAttr| ndex
put : cl assVal ue.

ifFal se:[
cl assVal ue: =sel f
classifyContAttr: (anEl enent| nAENMai nSubCol | ecti on
at:anAttrl ndex) treeNode: (aNode next Node
next NodeCol | ecti on
(aNode next Node nane)
el enent Val ueSet

at: 1)
val ueCf parent :



add: cl assVal ue.

anEl emrent | NAENMaI nSubCol | ection at:anAttrl ndex
put: cl assVal ue.
].

]
ifFal se:[
(((aNode next Node
next NodeCol | ection at:2) nextNode
next NodeCol | ection) =" Leaf Node' ) ifTrue:[

classVal ue: =(' x',"'>", (aNode next Node nane)).
el ement Val ueSet
add: cl assVal ue.

anEl ement | nAENMRI nSubCol | ection at:anAttrl ndex
put: cl assVal ue.

]
i fFal se: [
cl assVal ue: =sel f
classifyCont Attr: (anEl ement!| nAENMai nSubCol | ecti on
at: anAttrl ndex) treeNode: (aNode next Node
next NodeCol | ecti on
(aNode next Node name)
el ement Val ueSet

at:2)
val ueCf parent :

add: cl assVal ue.

anEl ement | nAENMRi nSubCol | ection at:anAttrl ndex
put: cl assVal ue.
].

]1."1 oop"

el ement Val ueSet . ! !
! AENDeci si onTreed assi fier nethodsFor: 'accessing'!

el ement TypesCol | ecti on

~el ement TypesCol | ecti on!

| ear ni ngDat aCol | ecti on

Al ear ni ngDat aCol | ecti on!

| ear ni ngDat aCol | ecti on: aCol | ecti on

| ear ni ngDat aCol | ecti on: =aCol | ecti on!

mai nEl ement Val ueCol | ecti on

~mai nEl ement Val ueCol | ecti on!

nai nEl ement Val ueCol | ecti on: aMai nEl ement Val ueCol | ecti on

nai nEl ement Val ueCol | ect i on: =aMai nEl ement Val ueCol | ection. !
nanmesCf El ement s

AnamesO El enent s!

root O Tree

Aroot O Tr ee!

root O Tr ee: aNode

root O Tr ee: =aNode. ! !

! AENDeci si onTreed assi fier nethodsFor:
* mani pul ati ngCol | ections'!

renovi ngEl enent FronCol | ection: aCol | ection el ement | ndex:
anEl ement | ndex
| copy t |

copy: =Order edCol | ecti on new.

t:=0.
aCol | ection size tinesRepeat:[
t:o=t+1.

(t=anEl ement | ndex) ifFal se:[copy add: (aCollection at:t)]].

~copy!

returnSortedVersi onCOf Col | ecti on: aCol | ecti on
byCont At tri but eNr: anl ndex

| tem | _ _
tenp: = aCol | ection asSortedCol | ection:[:t :s|((t

at : anl ndex) asNunber) <( (s at: anl ndex) asNunber)].

~tenp!

sorti ngOf AENVRi nCol | ecti on: t heAENMRi nCol | ecti on
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byCont At t ri but eNr: anl ndex

| tenp |
t enp: =t heAENMai nCol | ection asSortedCol | ection:[:t
:s| ((t at:anlndex)asNurmber)<((s at:anl ndex)asNumber)].

Atenp!

splittingCf Collection: anAENMai nSubCol | ecti on di vi dedOn:
attributeNo el ementVal ueCol | ecti on: el enent Val ueCol | ecti on

"Denne netoden | ager en ordnet sanling ned subsaniinger av
' anAENMai nSubCol | ection' splittet over en angitt
attributt."”

| nunber 0 El enents n t el enent El ement Col | ection
tenpCol | ecti on|

tenpCol | ection: = OrderedCol | ecti on new.

“Lager en sanmling av riktig antall subsaminger."

El enent Col | ecti on: =el enent Val ueCol | ection at: attributeNo.
nunmber Of El enent s: =El enent Col | ection si ze.

nunber OF El ements timesRepeat:[tenpCol | ection

add: OrderedCol | ection newj.

n: =0.

anAENMai nSubCol | ecti on size tinmesRepeat:[n:=n+1.

el ement : = (anAENMai nSubCol | ection at:n) at: attributeNo.
t:=self index( El enent:elenent in: ElenmentCollection.
(tenpCol l ection at: t) add: (anAENMai nSubCol | ection at:n) ].
~tempCol | ection! !

| AENDeci si onTreed assi fi er nethodsFor: 'private'!

cal cul at ePr edi ct edEr r or ByNunber O Sanpl es: aN
wi t hANunber Of Errors: aE

"Uf@rer en iterasjon for A finne forventet antall feil.
Det tas utgangspunkt i en binom sk fordeling"

| temp p x tol tenpl |
((aE=0) & (aN=0)) ifFalse:[

t enp: =1000.
p: =0.
tol:=0.01.

[tenp>=0.25] whileTrue:[tenp: =0. x:=0.p:=p+tol .(aE+l)
timesRepeat: [tenpl: =self Cn:aN k:x .

tenp: =tenp+(((tenpl)*(p**x)) *((1-p)**(aN-x))). x: =x+1] ].
1.

((aE=0) & (aN=0)) ifTrue:[p:=0].

~p*aN
Cn: aNunber N k: aNunber K

| tenp |
((aNumber N=aNunber K) | (aNunber K=0)) if True:[~1].

((aNunber N- aNunber K) >aNunber K) i f True: [
tenp: =(sel f nyFakToNum aNunber N
fromNum (aNunber N- aNurmber K+1) ) / (sel f nmyFakToNum aNumber K
from\um 1)
] ifFalse:|[
tenp: =(sel f nyFakToNum aNunber N
from\um (aNunber K+1) )/ (sel f
nyFakToNum (aNunber N- aNunber K) fronmiNum 1)
1.

tenp!

nmyFakToNum aNumA f romNum aNunB

| temp t |

(aNumA=aNunB ) ifTrue: [~tenp:=aNunB] ifFal se:[
t enp: =aNunB.
t: =aNunB.

(aNumA- aNunB) tinmesRepeat:[tenp: =tenp*(t+1).t:=t+1.].

tenp!
nyLogFunct i on: aNunber

"Logf unksj onen |iker ikke null eller mndre sominput.
Logfunksjonen nultipliseres imdlertid ned null i den
senere beregninga dersominput er null, slik at nAr input
er null gAr det greit at null returneres av denne

funksj onen. "

[t]
(aNunmber<=0) ifTrue:[t:=0.]



(aNunber<=0) ifFal se:[t:=aNunber |o0g:2].
Aot
! AENDeci si onTreeCl assi fier nethodsFor: 'other'!

cl assi fySi npl eDat aCol | ecti on: anAENTest Dat aCol | ecti on node:
aNode

"Met oden klassifiserer ett datasett. Paraneteren 'aNode' er
rotnoden til treet nAr netoden kalles, og siden i de
rekursive kall ene representerer den en testnode."

| attribute indexAttribute attributeVal ue indexVal ue
classification |

"Finner vei i forgreningspunktet."

attribute: =aNode next Node nane.

indexAttribute:=self indexCfElement: attribute in:

namesCf El enent s.

attri but evVal ue: =anAENTest Dat aCol | ection at: indexAttribute.
i ndexVal ue: =sel f i ndexCf El enent: attributeValue in:

(mai nEl enent Val ueCol | ection at:indexAttribute).

((aNode next Node next NodeCol | ection at:indexVal ue) nextNode
next NodeCol | ecti on=" Leaf Node') ifTrue: [

" @vnode"

cl assification: =((aNode next Node
next NodeCol | ection at:indexVal ue) nextNode name)] "Skriver
ut kl asse"
ifFal se:[

"Rekursivt kall"

classification: =self
cl assi fySi npl eDat aCol | ecti on: anAENTest Dat aCol | ecti on node:
(aNode next Node next NodeCol | ection at:indexVal ue)

1.

~classification! !

! AENDeci si onTreed assifier nmethodsFor: ' mainnetods'!
classify

sel f classifyDataCol | ecti onRoot Node: root Cf Tree. !

cl assi fyDat aCol | ecti onRoot Node: aNode

“Met oden klassifiserer alle datasettene. Oy forutsetter at
* anAENTest Dat aCol | ection' er en ordnet sanling ned datasett
der datasettene ogsA er ordnete sanlinger. Se
initialisering. Parameteren 'aNode' er rotnoden til treet
nAr netoden kalles, og siden i de rekursive kallene
representerer den en testnode."

| t classeficationCollection testDataCollection filenane
stream k2 |

t est Dat aCol | ecti on: =sel f

r eadDat aFr onFi | eNunber O El enent sEachLi ne:
(nunber O El enent sEachLi ne-1) nunber O Li nes:
nunber O Li nesTest Dat a datafile:testDataFile .

cl asseficationCol | ection: =OrderedCol | ecti on new.

sel f preprosessCont AttrlnTestCol | ection:testDataCollection

t:=0.
testDataCol | ection size timesRepeat:[t:=t+1.
cl asseficationColl ection add: ( self
cl assi fySi npl eDat aCol | ecti on: (test DataCol | ection at:t)
node: aNode
) 1.

filenane := classificationQutputFile asFilenane.
"Creating the file."
stream:= filename witeStream

k2: =1.
[k2 <= classeficationCollection size] whileTrue:

stream
next Put Al | : (cl asseficationCol |l ection at:k2).
stream next PutAll :*
"return"
k2: =k2+1.
1.

1
val ueNowQr OnUnwi ndDo: [ stream cl ose].!

dr awTr ee: aNode deep: aDeep

"Denne funksjonen skriver ut det genererte besl utningstreet
ved at man kall er funksjonen ned besl utningstreets rootnode
som innparanmeter for 'aNode'. Paraneteren 'aDeep' angir
innrykket pA utskriften. Innrykket inkrenmenteres for hvert
dybdenivA i treet. | det initielle kallet kan 'aDeep'
settes til f.eks. "2'. "

| number Of Tests anCtherDeep t |

nunber O Test s: =aNode next Node next NodeCol | ection si ze.
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“Antall forgreninger pA dette nivAet i treet."”

anQ her Deep: =aDeep +1.
t:=0.

nunber Of Tests timesRepeat:[t:=t+1. Transcript

crtab: anQx her Deep.

Transcript show (aNode nextNode nane); "skriver navn pA
attributt”

show' =" ;

show: (((aNode next Node next NodeCol | ection) at:t) nane).

"skriver navn pA testverdi i aktuell forgrening."
(((aNode next Node next NodeCol | ection) at:t) nextNode
next NodeCol | ection = 'LeafNode' ) ifTrue:[Transcript
show ': ' ;

show. (((aNode next Node nextNodeCol | ection) at:t)
next Node name) ; "skriver navn pA kl asse"

show ' (' ;

show. (((aNode next Node next NodeCol | ection) at:t)
next Node nunber) printString; "skriver antall sanpler som
bl e klassifisert pA denne noden."

show ' /" ;

show. (((aNode next Node next NodeCol | ection) at:t)
next Node nunber WongC ass) printString; “"skriver antall
sanpl er som bl e ni sskl assifisert pA denne noden. "

show. ")’ “teller:=teller+l. (teller=28)
ifTrue:[self halt. Transcript clear. teller:=0]" ]
ifFalse: [ self drawlree: ((aNode next Node
next NodeCol | ection) at:t) deep: anC herDeep]. "rekursivt
kal I "

1.1

gener at eTree: anAENMai nSubCol | ecti on
el enent Val ueCol | ecti on: anEl ement Val ueCol | ecti on treeNode:
aNode nanmesOf El enent s: aNaneCol | ecti on

"Met oden | ager treet basert pA datasanlingen og
i nf or masj onen om dat astrukturen."

| gainRatioCol | ection splittlindex splittCollection
nunber O SubCol | ections t anQ her AENVRi nSubCol | ection s
newAENMai nSubCol | ecti on tenp anCt her El enent Val ueCol | ecti on
anC her NaneCol | ecti on tenpNodeCol | ection tenpTest Node

cl assl ndex frequencyCol | ecti on maxl ndex nunber Of O asses
nyFrequencyCol | ection |

"Danner en saming av 'gainratios' for splitt pA alle
attributter.”

nunber O0f Ol asses: =  anEl ement Val ueCol | ection | ast size.
gai nRat i oCol | ection: =sel f gai nRati oCol | ecti on:

anAENMai nSubCol | ecti on

el enent Val ueCol | ecti on: anEl enent Val ueCol | ecti on.

t enp: =0.
gai nRat i oCol | ection do:[:each| tenp:=tenp+each].

"Dersomalle 'gainratios' er null, oppnAr man ingenting
med A splitte blokken videre opp fordi alle
attributtverdiene er like. Imdlertid trenger ikke klassen
A v/&e den samme for alle sanplene pga. inkonsistent

i nformasjon. "

(tenp=0) ifTrue:[

"Genererer en sanling ned kl assefrekvensene"

cl assl ndex: =(anAENMai nSubCol | ection at: 1) size.
frequencyCol | ecti on: =sel f

frequencyOf El enent Col | ecti on: anAENMai nSubCol | ecti on

el ement Nunber: cl assl ndex
el enent Val ueCol | ecti on: anEl enent Val ueCol | ecti on.

"Vel ger klassen somer mest forekomende”
max| ndex: =sel f i ndexOf MaxEl ement | n:
frequencyCol | ecti on.

aNode next Node: Attri but eNode new.

aNode next Node
cl assFrequencyCol | ection: frequencyCol | ecti on.

aNode next Node next NodeCol | ecti on:' Leaf Node' .

"Setter inn en | gvnode"

aNode next Node nane: ((anEl enent Val ueCol | ecti on
| ast) at: maxlndex) . "G r den klassen ned st @ st
forekonstrate. "
aNode next Node nunber: (anAENMai nSubCol | ecti on
"“Angir antall sanpler somhavnet i |gvnoden."
aNode next Node
number W ongd ass: (anAENMai nSubCol | ecti on si ze-
(frequencyCol | ection at: nmaxlndex)).
~sel f].

si ze).

"Splitter blokken ned sanpl ene pA den attributten som har
st@rst gainratio "

splittlndex: =sel f i ndexCf MaxEl ement | n: gai nRati oCol | ecti on.
splittCollection:=self splittingOCollection:

anAENMai nSubCol | ection di vi dedOn: splittlndex

el ement Val ueCol | ecti on: anEl enent Val ueCol | ecti on.

nunber O SubCol | ecti ons: =(anEl ement Val ueCol | ecti on
at:splittlndex) size.

aNode next Node: AttributeNode new. "Lager en ny

atri butt node”

aNode next Node nane: (aNaneCol | ecti on
at:splittindex)."Setter navn pA attributt."

aNode next Node nunber: (anAENMai nSubCol | ection size)."Setter



antal |l sanpler."

cl assl ndex: =(anAENMai nSubCol | ection at:1) size.
frequencyCol | ection: =sel f frequencyCf El enent Col | ecti on:
anAENMai nSubCol | ection el ement Nurmber: cl assl ndex

el ement Val ueCol | ecti on: anEl enent Val ueCol | ecti on.

max| ndex: =sel f i ndexOf MaxEl enent I n: frequencyCol | ection.

"Setter inn frekvensfordelingen til sanplene som str@mer
gj ennom noden i noden."

aNode next Node

cl assFrequencyCol | ecti on: frequencyCol | ecti on.

"Lager en ordnet sanling ned testnoder inne i
attributtnoden. "

t enpNodeCol | ecti on: =Or der edCol | ecti on new.

t:=0.

nunber O SubCol | ections timesRepeat:[t:=t+1.

tenpTest Node: =Test Node new. tenpTest Node

nane: ((anEl enent Val ueCol | ection at:splittlndex) at:t).
tenpNodeCol | ection add: tenpTestNode ].

aNode next Node next NodeCol | ection: tenpNodeCol |l ecti on.

"Fjerner splittattributtet fra sanlingen ned
attributtverdier."

anQt her El ement Val ueCol | ecti on: =sel f

renovi ngEl enent FronCol | ecti on: anEl enent Val ueCol | ecti on
el ement I ndex: splittlndex.

"Fjerner splittattributtet fra sanlingen nmed
attributtnavn."

anCt her NaneCol | ection: =sel f renovi ngEl enent FronCol | ecti on:
aNaneCol | ection el enent|ndex: splittlndex.

t:=0.

nunber Of SubCol | ections tinmesRepeat:[t:=t+1.

anQ her AENMai nSubCol | ection: = (splittCollection at:t).
(anCQ her AENVAi nSubCol | ecti on i sEnpty)

ifTrue: [

" Der som subsam i ngen er tom | ages en | gvnode ned
default klasse. Antall sanpler er initiert til null."

(aNode next Node next NodeCol | ection at:t)
next Node: Attri but eNode new.

(aNode next Node next NodeCol | ection at:t) nextNode
nanme: ( (anEl enent Val ueCol | ection | ast) at: maxl ndex)
"Setter klassen til nest f orekommende kl asse til noder
attributtet.”

(aNode next Node next NodeCol | ection at:t) nextNode
next NodeCol | ecti on: ' Leaf Node' .

nyFrequencyCol | ection: = OrderedCol | ecti on new.

nunber O O asses
ti mesRepeat : [ myFrequencyCol | ection add: 0] .

(aNode next Node next NodeCol | ection at:t) nextNode
cl assFrequencyCol | ecti on: nyFrequencyCol | ecti on.

i fFal se: [

“Lager en ny sanmling med splittattributtet
fjernet fra subsaniingen.”

newAENMai nSubCol | ecti on: =Or der edCol | ecti on new.
s: =0.

(anCQ her AENVai nSubCol | ecti on si ze)
tinesRepeat:[s: =s+1. newAENMai nSubCol | ection add: (

sel f renovi ngEl ement FronCol | ecti on:
(anCQ her AENVai nSubCol | ection at:s) el ement| ndex:
splittlndex)].

"Rekursivt kall."

sel f generateTree: newAENMai nSubCol | ecti on
el ement Val ueCol | ecti on: anCt her El enent Val ueCol | ecti on
treeNode: (((aNode next Node next NodeCol | ection) at:t) )
nanesCf El enent s: anQt her NaneCol | ection ]].!

| earn

nai nCol | ecti on: =sel f
readDat aFr onFi | eNunber O El enent sEachLi ne:
nunber O El enent sEachLi ne nunber Of Li nes:
nunber O Li nesTr ai ni ngDat a datafil e:trainingDataFile.

sel f preprosessContAttrinCollection: mainCollection
byNumber O Level s: naxLevel Cont Spl it

el enent Val ueCol | ecti on: mai nEl enent Val ueCol | ecti on
el ement TypesCol | ection: el ement TypesCol | ecti on.

sel f generateTree: nminCollection
el ement Val ueCol | ecti on: mai nEl enent Val ueCol | ection treeNode:
root O Tree nanesO El enent s: nanesO El enent s.

sel f pruneTree:root O Tree
el ement Val ueCol | ecti on: mai nEl enent Val ueCol | ecti on.
sel f drawTlree: (self rootCf Tree) deep: 1.!

pruneTr ee: aNode
el enent Val ueCol | ecti on: anEl enent Val ueCol | ecti on

"funksjonen friserer bort de delene av det genererte treet
somlater til A bZe ikke signifikant og villedende
i nf or masj on"

| number Of Tests t accunul at edNodeCl assDi stri bution
nunber O Sanpl esUnder Node predi ctedErrorCol | ection numerr
predi ctedError Of Al | Branches maxl ndex number Of Leaf Nodes
pruned |

nunber O Test s: =aNode next Node next NodeCol | ecti on si ze.
“Antall forgreninger pA dette nivAet i treet."
anEl ement Val ueCol | ection |ast size.

number O Leaf Nodes: =0.

t:=0.
nunmber Of Sanpl esUnder Node: =0.
predi ctedErrorCol |l ection : = OrderedCol | ecti on new.

[ nunber Of Test s>t] whil eTrue: [t: =t +1.

(((aNode next Node next NodeCol | ection) at:t) nextNode
next NodeCol | ection = 'LeafNode' ) ifTrue:[

number Of Leaf Nodes: =nunmber Of Leaf Nodes+1.

num =( (aNode next Node next NodeCol | ection) at:t)
next Node nunber.

err: =((aNode nextNode next NodeCol | ection) at:t)
next Node nunber Wongd ass.

nurmber Of Sanpl esUnder Node: =nunber Of Sanpl esUnder Nod
e +num

predi ctedErrorCol | ection add: (sel f
cal cul at ePredi ct edEr r or ByNunmber Of Sanpl es: num
wi t hANunmber Of Errors:err).

|
ifFalse: [ pruned:=self pruneTree: ((aNode nextNode
next NodeCol | ection) at:t)
el enent Val ueCol | ecti on: anEl enent Val ueCol | ecti on.
(pruned) ifTrue:[
t:=t-1]. "Dette mA til ellers sA glemmes denne
grenen nAr den har blitt frisert, nAr den egentlig skal
vAe nmed i den videre friseringen”
1. "rekursivt kall"

1.

(nunber Of Test s=nunber O Leaf Nodes) i f True: [

accunul at edNodeCl assDi stri buti on: =aNode next Node
cl assFrequencyCol | ecti on.

predi ct edError Of Al | Branches: =0.

predi ctedErrorCol | ection do:[: each|

predi ct edError OF Al | Branches: =predi ctedError Of Al | B
ranches+each] .

max| ndex: =sel f
i ndexOf MaxEl enent | n: accunul at edNoded assDi stri bution.
"Fi nner nest f orekomrende kl asse"

(predictedError O Al | Branches
>=(nunber Of Sanpl esUnder Node-
(accumnul at edNoded assDi stri bution
ifTrue: [

at : max| ndex)))

"Det forventes mer feil ved A behol de
forgreningen. Derfor skjAes den bort. En ny | @vnode settes
inn i stedet. Data oppdateres."

aNode next Node
cl assFrequencyCol | ection: accunul at edNoded assDi stri buti on.
aNode next Node
next NodeCol | ection:' Leaf Node'. "Setter | @vnode"
aNode next Node
nane: ((anEl ement Val ueCol | ection |ast) at:maxlndex) . "Gr
den kl assen ned st@ st forekonstrate."
aNode next Node
nunber : nunber OF Sanpl esUnder Node. "Angir antal | sanpler som
havnet i | @/noden. "
aNode next Node
nurmber W ongC ass: ( nunber Of Sanpl esUnder Node-
(accumul at edNodeC assDi stri bution at:
max| ndex)) .
Atrue

1.

1.
~fal sel !

AENDeci si onTreeC assi fier class
i nstanceVvari abl eNames: *''!

! AENDeci si onTreed assi fier class nmethodsFor: 'ny'!

new

Asuper new initialize! !
1

AENC! assi fier subclass: #SVM

instanceVari abl eNarmes: ' kernel indexCollection
bi as xCol | ection yCol | ection cPar al phaCol | ection
yCol | ecti onOf Col | ections al phaFile ctriFile setCrlFile
HessianFile AegFile '

cl assVari abl eNames:

pool Dictionaries: "'

category: 'AEN-SVM O assifier'!

! SYM net hodsFor: ' mai nret ods' !

classify

| testDataColl ection tenmpCollection nainlndexCol

bi asCol | ection classCol | ection tenplndexCol k1 k2 maxl ndex
tempMax tenp filenane stream |

test Dat aCol | ecti on: =sel f

r eadDat aFr onFi | eNurber OF El enent sEachLi ne:
(nunber O El enent sEachLi ne-1) nunber Of Li nes:



99

nunber O Li nesTest Dat a datafile:testDataFile .

tempCol | ecti on: =sel f
returnNunericCol | ection:testDataCol |l ection.

bi asCol | ecti on: =Or der edCol | ecti on new.
mai nl ndexCol : =Or der edCol | ecti on new.
cl assCol | ecti on: =Order edCol | ecti on new.

kl:=1.
al phaCol | ection size tinmesRepeat:[
t enpl ndexCol : =sel f
fi ndl ndexCf Suppor t Vect or sAl phaCol : (al phaCol | ection at: k1)
YCol : (yCol | ectionCf Col | ections at:kl).
mai nl ndexCol add: t enpl ndexCol .
k1:=k1+1.
1.

kl:=1.
al phaCol | ection size tinmesRepeat:[
bi asCol | ecti on add: (sel f
xCol | ection inputY:(yCollectionOXCollections
al phaCol | ection: (al phaCollection at: k1)
constraintC:.cPar indexCollection: (mai nl ndexCol

returnBi asBl nput X:
at: k1)

at: k1) ).
k1:=k1+1.

1.

k2: =1.

tenmpCol | ection size timesRepeat:[
kl:=1.

max| ndex: =1.
t empMax: =- 1le- 30.
al phaCol | ection size tinesRepeat: [
tenp: =(sel f classifylnputX:
(tenpCol | ection at:k2) yCol: (yCollectionCf Collections

at: k1) al phaCol : (al phaCol | ection at:kl)
i ndexCol : (mai nl ndexCol at:kl) bias: (biasCollection
at:k1)).

(tenp >tenpMax) ifTrue: [ maxl ndex: =k1.

t enpMax: =t enp] .
1.
cl assCol | ection add: ((mai nEl ement Val ueCol | ecti on

last) at: nmaxlndex).
k2: =k2+1.
1.

filename

k1:=k1+1.

:= classificationQutputFile asFilenane.

"Creating the file."
stream:= filename witeStream

k2: =1.
[k2 <= classCol |l ection size] whileTrue: [

stream next Put Al | : (cl assCol | ection
at: k2).
stream next Put Al l :*
“return”
k2: =k2+1.
1.

1
val ueNowOr OnUnwi ndDo: [ stream cl ose].!

classifylnputX: aX yCol: aYCol | ection al phaCol : anAl phaCol
i ndexCol : anl ndexCol bi as: aBi as

| k1 nunberOf SV tenp index theKernel |
"aX is a sinple orderedCol | ection"

nunber O SV: = (anl ndexCol
t enp: =0.

at:5) size.

kl:=1.

[kl <= nunmber O SV] whileTrue: [

i ndex: =(anl ndexCol at:5) at:k1.

t heKer nel : =kernel val ue: (aX) val ue:
at:index).

(xCol I ection

t enp: =t enp+( (anAl phaCol at:index )*(aYCol|ection
at:index)*theKernel).

k1:=k1+1.
].
tenp: =t enp+aBi as.

~tenp!

findl ndexOf Support Vect or sAl phaCol : anAl phaCol | ecti on
YCol : aYCol | ecti on

“funksjonen finner indeksene til stA ttevektorene.Disse
lagres somsaniinger i collect5 som 1C, -1C, 1C,  and
-1C. Der 1C betyr klasse

1 og O<al fa<C etc.. "

| k1 collectl collect2 collect3 collect4

collect5 epsilon collect6 |

col I ect 1: =Order edCol | ecti on new.
col | ect 2: =Order edCol | ecti on new.
col l ect 3: =Order edCol | ecti on new.
col | ect4: =Order edCol | ecti on new.
col | ect 5: =Order edCol | ecti on new.
col | ect 6: =Order edCol | ecti on new.
epsi |l on: =1le- 14.

kl:=1.
[kl <= (aYCol | ection size)] whileTrue: [
(((anAl phaCol | ection at: k1)
>epsi | on) & (anAl phaCol | ection at: kl)<(cPar-epsilon)) )
ifTrue:[
(aYCol | ection at:kl)=1)
ifTrue:[collectl add: k1] ifFalse:[collect2 add:kl].

1.
((anAl phaCol | ection at:kl) >=(cPar-
epsilon)) ifTrue:[
((aYCol l ection at:kl)=1)

ifTrue:[collect3 add: k1] ifFalse:[collect4 add:ki].

1.

k1:=k1+1.
1.
col I ect5: =Order edCol | ecti on new.
col I ect5: =col | ect1, col | ect 2, col | ect 3, col | ect 4.
collect6 add:collectl ; add: collect2 ; add: collect3 ;
add: collect4 ; add: collectb.

~col | ect 6!

| earn

mai nCol | ecti on: =sel f

r eadDat aFr onFi | eNurber O El enent sEachLi ne:

nunber O El enent sEachLi ne nunber Of Li nes:

nunber O Li nesTr ai ni ngDat a datafil e: trainingDataFile.

al phaCol | ecti on: =sel f
returnAl phaCol | ection: (rmai nCol | ection).! !

! SUM net hodsFor: ‘initialize'!

initialize
| kernel Type |

"Read the comments in the file gpsvm ni

kernel Type: =" RBF' . "Bestemmer type kjerne"
(kernel Type='Linear") ifTrue:[

"kernel = x1 dot x2"

kernel :=[:x1 : x2 |

| dot Product |

dotProduct:=0 . 1 to:x1 size do:[:i

| dot Product : =dot Pr oduct +

(((x1 at:i) asNumber)* ((x2 at:i) asNumber))]. dotProduct].

].
(kernel Type=' Pol ynomi al ') ifTrue:[
"kernel = (x1 dot x2 + 1)”pol ydeg"
kernel :=[:x1 : x2 |
| dot Product pol ydeg|
dot Product: =0. pol ydeg: =2. 1 to:x1 size
do:[:i
| dot Product : =dot Pr oduct +
(((x1 at:i) asNunmber)*((x2 at:i) asNunber))].
((dot Product +1) **pol ydeg) ] .
1.
(kernel Type='RBF') ifTrue:[
"kernel = (x1 dot x2 + 1)”pol ydeg"
kernel : =[:x1 : x2 |
| templ ol
tenmpl: =0. 0:=30. 1 to:x1 size do:[:i
| templ: =tenmpl + (((((x1 at:i)
asNunber)-((x2 at:i) asNumber)))**2)]. ((templ *(-
1)/ (2*(0**2))) exp) ].

1.

"Here it
ker nel functi ons”

is possible to include even nore

"The paraneter C'
cPar: =5.

The datastructure is given by el ement TypesCol | ecti on,
namesCf El ement s and mai nEl enent Val ueCol | ection. The
fol owing two exanpl es show how to set these variables.

Exanple 1

el enent TypesCol | ecti on: =#(' Cont' 'Cont' 'Cont' ' Cont'



‘Cont' "Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont'
‘Cont' 'Byorder').

nanesCf El enent s: =#(' Al cohol * ' Mal i cAcid' ' Ash'
*AlcalinityOrAsh' ' Magnesiuml ' Total Phenol s' ' Fl avanoi ds'
' Nonf | avanoi dPhenol s' ' Proant hocyanins' ' Col orlntensity’

' Hue' ' OD280/ OD315CF Di | utedWnes' 'Proline' ‘class').

nmai nEl enent Val ueCol | ecti on: =#( #() #() #() #() #() #() #()
#() #) #O #) #O #O HCLT 2 13) ) .

Exanple 2

el enent TypesCol | ection: =#(' ByOrder' 'ByOrder' 'ByOrder’
‘ByOrder' 'ByOrder' 'ByOrder' 'ByOrder').

nanmesCf El ement s: =#(' buying' 'maint' 'doors' 'persons'
‘lug_boot' 'safety' 'class').

nai nEl enent Val ueCol | ection: =#( #('low 'med" 'high'
‘vhigh') #('low 'med 'high' 'vhigh') #( '2" '3 '4
"Smore’ ) #( 2" "4 'nore’ ) #('small' 'med 'big') #(
‘low ‘'ned 'high' ) #('unacc' 'acc' 'good' ‘vgood') )

I nfornmation about the size of the training and test files
nust be given.

Exanpl e 4

nunber O Li nesTr ai ni ngDat a
nunber O Li nesTest Dat a: =89.
nunber O El enent sEachLi ne : = namesO El enent s si ze.
trainingDataFile:= "d:\vw30\treni ngssettWne.txt".

treeC assificationQutputFile:="d:\vw30\kl assefiseringsres.t
xt'.

testDataFile: = d:\vw30\testsett Wne. txt".

1 =89.

el enent TypesCol | ection: =#(' Cont' ' Cont' ' Cont'
‘Cont' "Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont'
‘Cont' 'Cont' 'Byorder').
nanmesCf El ement s: =#(' Al cohol ' ' MalicAcid' ' Ash'
‘AlcalinityOrAsh' ' Magnesiuml ' Total Phenol s' ' Fl avanoi ds'
' Nonf | avanoi dPhenol s' ' Proant hocyanins' ' Col orlntensity’
' Hue' ' OD280/ OD315Cf Di | utedWnes' 'Proline’ 'klasse').

#() #()

nmai nEl enent Val ueCol | ection: =#( #() #() #() #() #()
#() #() #() #() #() #() #('1 2" '3) ) .

nunber O Li nesTr ai ni ngDat a
nunber O Li nesTest Dat a: =89.
nunber O El enent sEachLi ne : = namesO El enents si ze.
trainingDataFile:= "d:\vw30\treningssettWnel.txt".

treeC assificationQut putFile:="d:\vw30\kl assefiseringsres.t
xt'.

testDataFile: =" d:\vw30\testsett Wne2.txt".

1 =89.

asFi | enane.
asFi | enane.

al phaFile: = "d:\aen\al pha. t xt'
ctrlFile:= "d:\aen\ctrlbit.txt’

setCtrlFile ‘d:\aen\ctrlbit.txt' asFilenane.
Hessi anFil e d:\aen\H dat' asFil enane.
AeqFile := "d:\aen\ Aeq.dat’' asFilenane.

! SYM net hodsFor: 'private'!
al t Fi ndTwoDi f f rent Cl assSuppor t Vect or sl ndexCol | ecti on: anl nde
xCol | ection al phaCol | ection: anAl phaCol | ection

"This function find the indexes of two
supportvectors of diffrent class lying on the nargin"

| k1 collect indexl minTenpl nminTenp2 index2 tenp
posCol | ection negCol | ection |

col | ect: =OrderedCol | ecti on new.

m nTenpl: =cPar .

m nTenp2: =cPar .

i ndex1:=-1.

i ndex2: =-1.

posCol | ecti on: =anl ndexCol | ection at: 1.
negCol | ection: =anl ndexCol | ection at: 2.

kl:=1.
[kl <= (posCollection size)] whileTrue: [
t enp: =( (anAl phaCol | ecti on
at: (posCol l ection at:kl) )-(cPar/2)) abs.
(tenp<m nTenpl) ifTrue:[nm nTenpl: =t enp.
i ndex1: =(posCol | ection at:k1)].
k1:=k1+1.
1.

kl:=1.
[kl <= (negCol | ection size)] whileTrue: [
t enp: =( (anAl phaCol | ecti on
at: (negCol l ection at:kl) )-(cPar/2)) abs.
(tenp<m nTenp2) ifTrue:[nm nTenp2: =t enp.
i ndex2: =(negCol | ection at:k1)].
k1l:=k1+1.
1.

((index1=-1) or: [index2=-1])
show ' function failed .”self].

ifTrue:[Transcript

col | ect add: i ndex1; add: index2.

~col lect.!

returnCol | ecti onOf Nurreri cYCol | ecti ons: aCol | ection
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"This function returns an ordered collection with the y-
vectors representing the classes. An el enent representing a
| earni ngsanpl e of the class belonging to the y.vector is
given a 1, and an el ement representing a | earningsanpl e of
anot her class not belonging to the y.vector is given a -1"

| k1 k2 tenpCollectionOfYCollections tenpYCollection tenp |

tempYCol | ecti on: =sel f
returnYCol | ection: aCol | ecti on.
tempCol | ecti onOf YCol | ecti ons: =Or der edCol | ecti on
new.
k1:=1.
(i nEl ement Val ueCol | ection | ast size)
ti mesRepeat: [
t enp: =Or der edCol | ecti on new.
k2: =1.
tenmpYCol | ection size tinmesRepeat: [
((tenmpYCol | ection
at : k2) =((mai nEl ement Val ueCol | ection |ast) at:kl))
tenmp add: 1
] ifFalse:|[
tenp add: -1
1.

k2: =k2+1.

ifTrue: [

tempCol | ecti onOf YCol | ecti ons add: t enp.

k1:=k1+1.

At enpCol | ecti onOf YCol | ecti ons!

returnHvatri x

"This function returns the Hessian matrix"

| k1 k2 matrixDimcollectMatrix theKernel tenp |
matri xDi m =yCol | ection size.
col lectMatrix: =Array new matrixDi m
kl:=1.
[kl <= matrixDin] whileTrue: [
collectMatrix at: k1 put: (Array

new. matri xDi ).

k1:=k1+1
1.
k1:=1.
[kl <= matrixDin] whileTrue: [

k2: =k1.
[k2 <= matrixDini whileTrue: [

t heKer nel : =ker nel
val ue: (xCol l ection at:kl) value: (xCollection at:k2)

tenmp: =(t heKer nel *(yCol | ection
at: k2)*(yCol l ection at:kl)).

(collectMatrix at:kl) at:k2
put:tenp.

(k1~=k2)
ifTrue:[(collectMatrix at:k2) at:kl put:tenp.].

k2: =k2+1

k1l:=k1+1

~col lectMatrix! !
! SYM net hodsFor: ‘' other'!

r eadAndRet ur nAl pha
| stream separator |ine readingBl ock |
stream : = al phaFil e readStream
separator := $,. " comma”
l'ine: =OrderedCol | ection new.
readi ngBl ock := [
[ stream at End] whil eFal se: [
line add: (streamupTo: separator) asNunber]].

readi ngBl ock val ueNowOr OnUnwi ndDo: [ stream

cl ose].
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Aline!
b: =temp*(-0.5).
readAndReturnCtri Bit

~p!
| stream separator |ine readingBlock | setCtrilBit
"kontrol I bittet best&r bare av et tegn. O eller | stream|
1.
Se kommentarer i gpsvmmfilen."
"Creating the file."
stream:= setCrlFile witeStream
stream:= ctrlFile readStream
separator := §,. "comma" [stream next Put Al l:" 1
l'ine: =OrderedCol | ection new. ]
val ueNowQr OnUnwi ndDo: [ stream cl ose] . !
readi ngBl ock := [ writeQoPar ToFi | e
[stream at End] whil eFal se: [
line add: (streamupTo: separator) ]]. | stream H matrixDimk1l k2 tenp |
readi ngBl ock val ueNowQr OnUnwi ndDo: [ stream
close] .
“Creating the file."
stream : = HessianFile witeStream
Aline at:1!

H: =sel f returnHwatrix.

[

returnAl pha

| wait |
matri xDi m =yCol | ection size.
"The paraneters of the QP-problemis witten to file and

the controlbit is set" k1:=1.
[kl <= matrixDini whileTrue: [
self witeQParToFile. k2: =1.
self setCtrlBit. [k2 <= matrixDin] whileTrue: [
temp: =((H at:kl) at:k2)
printString.
wai t:=1. stream next Put Al | : t enp.
[wai t=1] whileTrue:[ stream nextPutAl [ :" '
(self readAndReturnCtriBit="'0") (matrixDi nFk2) ifTrue:[stream
ifTrue:[ wait:=01]. next Put Al l ;'

].

~sel f readAndRet ur nAl pha!

].
k2: =k2+1.

k1:=k1+1.
ret urnAl phaCol | ection: aCol | ection 1.
] val ueNowOr OnUnwi ndDo: [ stream cl ose].
"Sol ves the QP-problem for each class and returns a
collection with solution-vectors or al pha-vectors"

| k1 tenpAl phaCollection tenpXCollection | “Creating the file."
stream:= AeqFile witeStream
tenpXCol | ecti on: =sel f [ k1:=1.
returnXCol | ection: aCol | ecti on. [kl <= (matrixDim] whileTrue: [
xCol | ection: =sel f
returnNureri cCol | ection:tenpXCol | ection. temp: =(yCol | ection at:kl) printString.
stream next Put Al | : tenp.
yCol | ectionOf Col | ections: =sel f stream next Put Al l ;'
returnCol | ectionOf Nurreri cYCol | ecti ons: aCol | ecti on.
k1l:=k1+1.
t enpAl phaCol | ecti on: =Or der edCol | ecti on new. ].
k1:=1. ]
yCol | ecti onOf Col | ections size tinesRepeat: [ val ueNowOr OnUnwi ndDo: [streamclose].! !
yCol | ection: =yCol | ecti onOf Col | ecti ons B L T T TR
at: k1.
t enpAl phaCol | ecti on add: (sel f SWM cl ass
returnAl pha). i nstanceVvari abl eNames: *''!
k1:=k1+1.

].
~t enpAl phaCol | ecti on!

1 SUM cl ass net hodsFor: ' new !

new
returnBi asBl nput X2 aXCol | ection inputY:aYCol |l ection
al phaCol | ection: anAl phaCol | ection constraintC:aC Asuper new initialize! !
i ndexCol | ecti on: anl ndexCol | ecti on
1
| k1 kernel S tenp kernel R b support Vect or | ndexCol
i ndex tenpCol | ect indexS indexR |
FFI NNI nt er f ace subcl ass: #AENNN

"This function returns the bias b" i nstanceVari abl eNanes: ' nunber O Lear ni ngCycl es '
"I ndexS and | ndexR gives the indexes of two vectors of cl assVari abl eNanes:
diffrent class on the margin" pool Dictionaries: "'

category: 'AEN-NN-Cl assifier'!

suppor t Vect or | ndexCol : =anl ndexCol | ection at:5. I AENNN net hodsFor: "init'!

initialize
tenpCol | ect: =sel f
al t Fi ndTwoDi f f rent O assSupport Vect or sl ndexCol | ecti on: anl nde "
xCol | ection al phaCol | ection: anAl phaCol | ecti on. Docunent at i on

i ndexS: = tenpCol | ect at: 1.
indexR = tenpCol | ect at:2. Configuration of the nettwork:
t enp: =0.
k1:=1. sel f createNN nput: 13 hidden: 13 output:3 fileNane:'nn-
[kl <= (supportVector|ndexCol size)] whileTrue: [ file.dat".
i ndex: =support Vect or I ndexCol at: k1.
kernel S: =kernel val ue: (aXCol | ection at:index) self readFronFile ifFalse:[ Dialog warn: "NN file ', nn
val ue: (aXCol | ection at:indexS). fileName,' not found or incorrect -- \random zi ng wei ghts'
ker nel R =kernel val ue: (aXCol | ection at:index) w t hCRs.
val ue: (aXCol | ection at:indexR). sel f randomi zeFrom-1 to: 1].
t enp: =t enp+( (anAl phaCol | ecti on Nurmber of passes trough the training exanples:

at:index)*(aYCol | ection at:index)*(kernel S + kernelR)).
k1:=k1+1. nunber O Lear ni ngCycl es: =10000.
1.



The datastructure is given by el ement TypesCol | ecti on,
namesCf El enents and mai nEl enent Val ueCol | ecti on. The
folowi ng two exanpl es show how to set these variables.

Exanple 1

el ement TypesCol | ection: =#(' Cont' ' Cont' 'Cont' ' Cont'

‘Cont' " Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont' 'Cont'
‘Cont' 'Byorder').

nanmesCf El ement s: =#(' Al cohol ' ' MalicAcid' ' Ash'
‘AlcalinityOfAsh' ' Magnesiuml ' Total Phenol s' ' Fl avanoi ds'

* Nonf | avanoi dPhenol s' ' Proant hocyani ns' ' Col orI ntensity'

' Hue' ' OD280/ OD315CFDi | utedWnes' 'Proline' ‘'class').

mai nEl enent Val ueCol | ecti on: =#( #() #() #() #() #()  #() #()
#() #()  #() #() #() #() #('1 "2 '3) )

Exanpl e 2

el enent TypesCol | ection: =#(' ByOrder' 'ByOrder' 'ByOrder’
‘ByOrder' 'ByOrder' 'ByOrder' 'ByOrder').

nanmesCf El ement s: =#(' buying' 'maint' 'doors' 'persons'
‘lug_boot' 'safety' 'class').

mai nEl enent Val ueCol | ection: =#( #('low 'ned ' high'
‘vhigh') #('low 'nmed 'high' 'vhigh') #( '2" '3 '4
‘Snore’ ) #( '2' "4 ‘nore' ) #('small' ‘med 'big') #(
‘low ‘'ned 'high' ) #('unacc' 'acc' 'good' ‘vgood') )

I nformation about the size of the training and test files
nust be given.

Exanpl e 4

nunber O Li nesTr ai ni ngData : =89.

nunber O Li nesTest Dat a: =89.

nunber O El enent sEachLi ne : = nanmesO El enents si ze.
trainingDataFile:= "'d:\vw30\treningssettWne.txt'.
classificationQutputFile:="d:\vw30\kl assefiseringsres.txt'
testDataFile:="d:\vw30\testsettWne.txt'.

! AENNN net hodsFor: ‘ot her'!

post process

This nethod will receive as anArray the nn's output vector
(of length outputlLength).

It shoul d deliver whatever output is appropriate.

Assunme the output is 1-dinmensional, and the desired output

is 10 times the nn's output.
Then it would be:

~10 * (output at:1)

post processl nverted: anChject

This nethod is only used for training.

It takes a desired output-object as input, and transfornes
it to a corresponding nn-output.

It should be the inverse of postProcess.

In the exanple given for that method, the code would be:

output at:1 put:(anChject * 0.1)

preprocess: anChj ect

This nethod shoul d register the input values for the nn,
using the nethod reg:.

Assune anChj ect has nuneric attributes al and a2 to be
glven as input, where a2 should be scal ed down by a factor
Then the code would be:

self reg: anOhject al.
self reg: (anChject a2) *0.2.

self reg: (anObject at:13) asNunmber *0.001.! !
! AENNN net hodsFor: ' mai nnet ods' !
classify

| testDataCol |l ection tenpCol|ection classCollection k1l k2
max| ndex filename stream |

cl assCol | ecti on: =OrderedCol | ecti on new.

test Dat aCol | ecti on: =sel f

r eadDat aFr onFi | eNunber O El enent sEachLi ne:
(nunber O El enent sEachLi ne-1) nunber O Li nes:
nunber O Li nesTest Dat a

datafile:testDataFile .

tempCol | ecti on: =sel f
returnNunericCol | ection: testDataCol | ection .

k1:=1.
tenmpCol | ection size tinmesRepeat: [
max| ndex: =sel f eval uat e:
(tenpCol | ection at:k1).
classCol | ecti on
add: ((mai nEl enent Val ueCol | ection |ast) at:maxlndex).
k1:=k1+1.
1.

filename :=classificationCutputFile asFilenane.

"Creating the file."
stream: = filename witeStream

k2: =1.
[k2 <= classCol | ection size] whileTrue:

stream
next Put Al l : (cl assCol | ection at:k2).
stream next Put Al | :*
“return”
k2: =k2+1.
1.

1
val ueNowQr OnUnwi ndDo: [ stream cl ose] . !

| earn

| tenpCol tenpXCol tenpYCol k1 k2 |

mai nCol | ecti on: =sel f

r eadDat aFr onFi | eNurber O El enent sEachLi ne:

nunber O El enent sEachLi ne nunber Of Li nes:

nunber O Li nesTr ai ni ngDat a datafil e: trainingDataFile.

tenpCol : =sel f returnNumericCol | ecti on: mai nCol | ecti on.

tenmpXCol : =sel f returnXCol | ection:tenpCol .
tenmpYCol : =sel f returnYCol | ection:tenpCol .

k2: =1.
[ k2 <= nunber O Lear ni ngCycl es] whil eTrue: [

k2 \\ 10 = 0 ifTrue: [Transcript show k2
printString; tab].

k1:=1.
[kl <= (tenpYCol size)] whileTrue: [
self train: (tenpXCol at:kil)
feedback: (tempYCol at:k1).
k1l:=k1+1.

k2: =k2+1.
].

"Wite the values of the weights to file"
self witeToFile.! !

1
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D.2 Programkodei matlab som stegtter SVM-modulen

Y%gpsvm
%ilen har ansvaret for beregning av alfa og md startes opp fer image-filen

% or qpsvm kj gres, settes innholdet i ctrlibit.txt til O

%etribit.txt md settes til 1 for at beregning skal utfgres

%trlbit resettes for hver beregning

Ustopp mA settes manuelt til 1 for & stoppe beregni ngssykl usen

% emfiler benyttes gpsvmm stopp.txt, ctrlbit.txt, alpha.txt, gpinput.m
%jpi nput, innehol der matri sene som quadprog benytter og

% esul tatvektoren skrives til alpha.txt

cPar =5;

st opp=0;

whil e st opp==0,
pause(0.1);
[ctribit]=textread('ctrlbit.txt',  %'")

if ctribit==1
| oad H. dat;
| oad Aeq. dat;
di n¥l engt h( Aeq) ;
LB=zeros(dim1);
UB=ones(di m 1) *cPar;
f=ones(dim1)*(-1);
beq=0;

OPTIONS = OPTI MBET(' Maxlter', 5000, Preconditioner','on','DiffMnChange', le-12,' Display','iter")
[ al pha] =quadprog(H,f,[],[], Aeq, beq, LB, UB);
fid=fopen('al pha.txt','w);
fprintf(fid,'%6.14f,"', alpha); %egger inn et komma nell om al fa-verdiene
fclose(fid);

ctrlbit=0;
fid=fopen('ctrlibit.txt','r+);
fprintf(fid, "%, ctrlibit);
fclose(fid);
end
[ stopp] =textread(' stoppbit.txt',' %)

end



D.3 Programkodei matlab som genererer resultatenei kapittel 5.4

Y8V
X=[1.52.51.02.51.52.53.53535252515;
1.52.02.53.03.51.01.52.5354.05.045];

y=[1 ;1; 1; 1; 1; -1; -1; -1; -1; -1; -1; -1];

c=5;
i ndex=0;
[ al pha] =AENGenAl pha( X, y, c)

N=I engt h( al pha) ;
k=1;
for I=1:N,
i f al pha(l)>0.0000000000000001
i ndex(k) =l ; k=k+1;
end
end

N=I engt h(i ndex) ;

m nt enpl=c;
m nt enp2=c;

for I=1:N,
tenp=abs((c/2)-al pha(index(1)));
if y(index(l))==1
if tenp<m ntenpl
m nt enpl=t enp;
i ndexS=i ndex(1);
end
el se
if tenp<nintenp2
mi nt enp2=t enp;
i ndexR=i ndex(1);
end
end
end

[b] =
AENcal cul at eScal ar BFor NonLi nSep( X, y, al pha, i ndexR, i ndexS) ;

AENcal NonLi nPoi nts;

function [X] = AENkernel 1(x,y)
%l i nesg sparasjon
X=((x' *y) +1) "6;

function [F]= AENfunl(xcl,x,y, al pha, b, i ndex)

N=I engt h(i ndex);
t enp=0;
for I=1:N,
tenp= tenp+
al pha(index(1))*y(index(1))*AENKkernel 1(xcl,x(:,index(l)));
end

F=t enp+b;

function [X] =
AENcal cul at eScal ar BFor NonLi nSep(x, y, al pha, i ndexR, i ndexS)

si zeX=si ze(x);
nunXvect or s=si zeX(2) ;

X=0;
for I=1: nunXvectors,

Ks= AENKkernel 1(x(:,1),x(:,indexS));
Kr= AENKernel 1(x(:,1),x(:,indexR));
X= X+ y(l)*al pha(l)*(Ks+Kr);

end

X=X* (- 0. 5);

function [ = AENMatrixQy, x)

si zeX=si ze(x);
nunXvect or s=si zeX(2) ;

G=0;

for |=1: nunXvectors,
for J=1:nunXvectors,

G, J3)=y(l)*y(J)*AENKernel 1(x(:,1),x(:,J));
end

end

function [al pha] =AENGenAl pha( X, y, ¢)

si zeX=si ze(X);
nunXvect or s=si zeX(2);
A=0; b=0; Aeq=0; beq=0; g=0; G=0;

[@ = AENMatrixQ3y, X);

%genererer g-vektoren

for |=1: nunXvectors,
g(1)=-1;

end

%genererer A-matrisen

for |=1: nunXvectors,
for J=1:nunXvectors,

if 1==3
A(l,J)=1;
el se
A(l, J)=0;
end
end

end

for |=1: nunXvectors,
for J=1:nunXvectors,
if 1==
A(l +numXvect ors, J) =-1;
el se
A(l +numXvect or s, J) =0;
end
end
end

Y%genererer b-vektoren

for |=1: nunXvectors,
b(1)=c;
end
for |=1: nunXvectors,
b( | +nunXvect or s) =0;
end

Aeq=y" ;
beq=0;

[ al pha, FVAL, EXI TFLAG = quadprog(G g, A b, Aeq, beq)

%AENcal NonLi nPoi nts. m

xcl =0;

D=0;

M=0;

x1=-3:0. 25: 4;

N1=l engt h(x1);

x2=-3:0. 25: 6;

N2=I engt h(x2) ;

for 1=1:N1,

for J=1:N2,

xcl (1, 1) =x1(1);xcl (2,1)=x2(J);
[ D] =AENf un1(xcl, X, y, al pha, b, i ndex) ;

MJ, 1) =D

end

end
contour(x1,x2,M[0 O], 'k");
hol d on

x1lpos=[1.5 2.5 1.0
x2pos=[1.5 2.0 2.5
pl ot (x1pos, x2pos, ' k
xlneg=[2.5 3.5 3
x2neg=[1.0 1.5 2
pl ot (x1neg, x2neg,

x1lsv=[1.5 2.5 1.5
x2sv=[1.5 2.0 3.5
pl ot (x1sv, x2sv, ' ks")

x| abel (' x1")
yl abel (' x2")
hol d of f
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